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1. Wprowadzenie

Zarządzanie jakością jest podstawowym elementem procesu 
produkcyjnego [1]. Procesy spawalnicze mogą powodować 
wady w produkcie, które są szkodliwe dla jakości produktu 
końcowego [2]. Kontrola wizualna jest jednym z pierwszych 
i obowiązkowych badań poprawności wykonanego połącze-
nia spawalniczego zaliczanego do badań nieniszczących [3]. 
Najczęstszą metodą sprawdzania poprawności wykonanego 
połączenia spawanego jest ocena wizualna dokonywana przez 
człowieka, która jest oceną kosztowną ze względu na czas 
inspekcji. Coraz większe wymagania jakościowe połączone 
z ograniczeniami czasowymi skłaniają do zastosowania auto-
matycznego, wizyjnego systemu kontroli, szczególnie dla pro-
cesów produkcyjnych wielkoseryjnych, gdzie kontrola wizualna 
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Streszczenie: Współczesna automatyzacja i robotyzacja procesów produkcyjnych wymaga 
nowych i szybkich metod kontroli jakości produktu. W przypadku spawania łukowego w systemach 
zrobotyzowanych, gdzie proces produkcyjny przebiega wielkoseryjnie istotną rzeczą jest szybka 
kontrola poprawności wykonanego spawu. System w oparciu o dane wizualne powinien być 
zdolny automatycznie określić czy dana spoina spełnia podstawowe wymagania jakościowe 
a tym samym mieć możliwość zatrzymania procesu w razie zidentyfikowanych wad. W artykule 
przedstawiono wyniki badań nad stworzeniem wizyjnej metody oceny poprawności wykonanej 
spoiny w oparciu o głęboką sieć neuronową klasyfikującą, lokalizującą i segmentującą wady 
spawalnicze. Zaproponowana metoda detekcji została rozbudowana przez zastosowanie połączenia 
kamery systemu wizyjnego z sześcioosiowym robotem przemysłowym w celu umożliwienia 
detekcji większej liczby wad spawalniczych oraz pozycjonowania w sześciowymiarowej przestrzeni 
pracy. Przedstawione w artykule wyniki prac badawczych otrzymano podczas realizacji projektu 
„Opracowanie metody bazującej na zastosowaniu głębokich sieci neuronowych do inspekcji wizyjnej 
połączeń spawanych w toku prac B+R” realizowanego w zakładzie ZAP-Robotyka Sp. z o.o. 
w Ostrowie Wielkopolskim.  
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pozwala na wykrycie wady na wczesnym etapie produkcyjnym 
[4]. Rozwiązania stosowane w przemyśle w dziedzinie kom-
puterowego rozpoznawania obrazów nie mogą zostać w pełni 
wykorzystane do detekcji defektów spawalniczych. Powodem 
tego jest dowolność położenia tych wad i niezgodności na 
powierzchni spoiny oraz bardzo duża ilość możliwych kształ-
tów i barw powstałych defektów. W produkcji wielkoseryjnej 
niewymagającej badań penetracyjnych spoin, wizualna kon-
trola spoiny jest podstawową metodą badania poprawności 
złącza spawanego. Każdy element musi zostać poddany oce-
nie przez pracownika, co równocześnie zwiększa czas i koszty 
produkcji. Aby przyspieszyć proces i obniżyć koszty na tym 
etapie produkcji konieczne jest wyeliminowanie czynnika ludz-
kiego poprzez wprowadzenie systemu wizyjnego kontroli jako-
ści. Oprócz samej kontroli jakościowej produktu istotnym 
rzeczą jest odpowiednie szybkie zatrzymanie zrobotyzowanej 
produkcji wielkoseryjnej w celu niedopuszczenia do zniszcze-
nia kolejnych detali poddawanych procesowi spajania. Jednym 
z perspektywicznych obszarów w dziedzinie rozpoznawania wad 
spawalniczych jest zastosowanie metod z dziedziny sztucznej 
inteligencji, bazujących na głębokim uczeniu maszynowym. 
Podjęto próbę stworzenie systemu opartego na głębokich sie-
ciach neuronowych do wykrywania defektów spawalniczych zlo-
kalizowanych losowo na powierzchni spoiny z wykorzystaniem 
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urządzenia manipulacyjnego, jakim jest robot przemysłowy. 
W wyniku badań zastosowany został model sieci neuronowej 
posiadającej jedno wejście i trzy wyjścia systemowe, umożli-
wiający w jednym czasie klasyfikować, segmentować i lokali-
zować dane obrazowe odwzorowując jednocześnie te wartości 
na układ współrzędnych robota przemysłowego. Uniwersal-
ność systemu pozwala na zastosowanie go do badania połą-
czeń spawanych wykorzystując zdjęcia rentgenowskie [5] spoin 
i z powodzeniem może zostać wdrożony w proces produkcyjny 
zastępując urządzeniem mogącym takie zdjęcia wykonać po 
wcześniejszym przeprowadzeniu dostrojenia sieci neuronowej 
dla nowych danych.
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Baza danych zdjęć stanowiących dane wejściowe dla systemu 
została sporządzona na podstawie prób spawalniczych wyko-
nanych w wewnętrznym laboratorium na specjalnie do tego 
celu przygotowanym i skonfigurowanym stanowisku zroboty-
zowanym, w skład którego wchodził:

 − robot przemysłowy Fanuc ArcMate 120iD,
 − inwertorowe spawalnicze źródło zasilające ze sterowaniem 
synergicznym Fronius TPS 500i CMT,

 − oprzyrządowanie potrzebne do powtarzalnego zamontowania 
próbek na stole pozycjonera.
Zastosowanie robota oraz połączonego z nim sygnałowo 

inwertorowego źródła ze sterowaniem synergicznym podyk-
towane było potrzebą zapewnienia stabilności i powtarzalno-
ści warunków prowadzenia prób, zarówno na etapie tworzenia 
danych wejściowych (generowania niezgodności), jak i badań 
z wykorzystaniem tworzonego systemu ich rozpoznawania. Kon-
figuracja robota spawalniczego wraz ze źródłem spawalniczym 
sterowanym synergicznie jest połączeniem często występującym 
podczas implementacji stanowisk zrobotyzowanych spawania 
łukowego metodami MIG/MAG. Reprezentatywne wady spoin 
zostały sfotografowane a następnie zmniejszone do rozdzielczo-
ści 600 × 600 pikseli oraz 500 × 500 pikseli i podzielone na pięć 
podzbiorów przedstawionych w tabeli 1.

Każde zdjęcie zostało oznaczone za pomocą narzędzia do 
adnotacji zdjęć VGG Image Annotator [6] (rys 1), gdzie zdefi-
niowano regiony defektów na obrazach. 

Wszystkie wady spawalnicze oznaczone na obrazie zostały 
przypisane do danej klasy wadliwości i wyeksportowane do pliku 
tekstowego w formacie JSON (ang. JavaScript Object Notation). 
Następnie w programie zostały na ich podstawie wygenerowane 
dane wyjściowe dla systemu sieci neuronowej w postaci klasy, 
maski i współrzędnych położenia defektu spawalniczego. Całość 
systemu została zaimplementowana z wykorzystaniem bibliotek 
Tensorflow [9] oraz Keras [10] i języka programowania Python.
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Dane uczące odpowiednio zostały zmodyfikowane stosując 
własne techniki augmentacji takie jak losowe: przycinanie, 

Tabela 1. Zbiór danych zdjęć z oznaczonymi wadami spoin
Table 1. Data set of photos with marked weld defects

Zbiór treningowy Zbiór walidacyjny Zbiór testowy Oznaczenie klasy

Spoiny z pęcherzami gazowymi  
lub porami powierzchniowymi

320 100 50 1

Spoiny przepalone 293 78 50 2

Spoiny z rozpryskami 340 134 50 3

Spoiny z nieregularnością spoiny 230 89 50 4

Kratery 34 12 4 5

odwracanie wertykalne i horyzontalne, zmiana jasności i kon-
trastu. Powodem dodatkowej augmentacji danych jest mała 
liczba zdjęć w stosunku do dużej głębokości sieci neuronowej. 
Wykonanie prób w wykorzystaniem tego typu augmentacji jest 
dostosowanie systemu do rzeczywistego stanowiska zrobotyzo-
wanego, gdzie w warunkach przemysłowych często występują 
zakłócenia wynikające ze zmiennego oświetlenia oraz niewy-
starczająca ilość danych treningowych dla sieci w trakcie wdro-
żenia systemu zrobotyzowanego.

Rys. 1. Oznaczenie zdjęć przy wykorzystaniu narzędzia VGG Image 
Annotator, a) rozpryski, b) pory powierzchniowe z rozpryskami,  
c) przepalenie i krater, d) nieregularne lico
Fig. 1. Images using the VGG Image Annotator tool, a) splashes, b) surface 
pores with splashes, c) burn and crater, d) irregular face

a) 

b)

c)

d)
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neuronowej

Przeprowadzono badania nad zastosowaniem systemu rozpo-
znawania defektów spawalniczych z wykorzystaniem głębokich 
konwolucyjnych sieci neuronowych [9]. Badania miały na celu 
zaproponowanie systemu neuronowego mogącego oprócz samej 
klasyfikacji wad spawalniczych wykonać ich segmentację i loka-
lizację na obrazie w celu określenia stopnia wadliwości detalu 
na podstawie tego defektu wraz z określeniem jego pozycji. 
Zaproponowano system oparty o architekturę głębokiej sieci 
neuronowej Mask R-CNN [10]. Założeniem proponowanego sys-
temu było jednoczesne wykrywanie i segmentowanie defektów 
spawalniczych na poziomie instancji aby następnie przy odpo-
wiedniej kalibracji kamery lokalizować je w sześciowymiarowej 
przestrzeni pracy R6 robota. Wybór systemu spowodowany 
był wynikami działania sieci Mask R-CNN [10] z dziedziny 
rozpoznawania i segmentacji instancji obiektów na obrazach 
osiągniętego przez tą sieć. Zaproponowany system zobrazowany 
został w sposób poglądowy na schemacie (rys. 2). System 
składa się z czterech głównych modułów. Każdy z modułów 
odpowiadający za konkretne zadanie został opisany w dalszej 
części artykułu.

Rys. 2. Schemat systemu neuronowego detekcji wad spawalniczych 
oparty o architekturę Mask-RCNN
Fig. 2. Scheme of the neural system for the detection of welding defects 
based on the Mask-RCNN architecture

Moduł 1 odpowiada ze ekstrakcję cech przekształcając pik-
sele obrazu w funkcjonalną reprezentację wysokiego poziomu. 
Wykorzystano do tego celu ekstraktor cech ResNet [11] wyko-
rzystujący połączenie rezydualne.

Moduł 2 jest to sieć konwolucyjna propozycji regionów, która 
przyjmując mapę cech o dowolnym wymiarze jako daną wej-
ściową wyodrębnia zestaw propozycji miejsc w postaci obiektów 
prostokątnych, z których każdy zawiera prawdopodobieństwo, 
że ten region zawiera obiekt, w naszym przypadku wadę spoiny.

Moduł 3 służy do detekcji wad spawalniczych. Koncepcja 
detektora jest oparta na szybkiej sieci wykrywania obiektów 
Faster R-CNN [12]. Sieć generuje dwa wektory wyjściowe. 
Jeden odpowiada za oszacowanie prawdopodobieństwa przy-
należności danej wady spawalniczej do jednej z N klas. Nato-
miast drugi zwraca pozycję ramki w postaci dwóch punktów 
ograniczającej daną wadę z N klas. 

Moduł 4 dla każdego regionu generuje przewidywaną maska. 
Przewidywanie maski wykonywane jest przez inną sieć konwo-
lucyjną nazwaną siecią segmentacji instancji. Sieć segmentacji 
instancji ma wyjściowy wymiar 28 × 28 pikseli dla każdego 

regionu propozycji, który koduje N masek binarnych o rozdziel-
czości 28 × 28 pikseli, po jednej dla każdej z N klas.

`����������������	�	���
Uczenie modelu systemu neuronowego przeprowadzono na 
komputerze z procesorem CPU Intel Core i7-9750H, 32 GB 
pamięci RAM i pojedynczym procesorze graficznym GPU 
model NVIDIA GeForce RTX 2060 6 GB RAM. Uczenie prze-
biegło w sposób analogiczny do uczenia innych nowoczesnych 
sieci neuronowych. Dążono do minimalizacji wartości błędu na 
wyjściu sieci będącego sumą błędów z poszczególnych wyjść 
systemowych sieci neuronowej takich jak maska, klasa, region. 

Rys. 3. Wartość błędu podczas procesu uczenia będący sumaryczną 
wartością błędów poszczególnych wyjść
Fig. 3. The error value during the learning process, which is the total error 
value of individual outputs

Wykonane obrazy zostały również przeskalowane do warto-
ści 500 × 500 pikseli, aby zmniejszyć czas i wymagania procesu 
uczenia systemu. Użyto ekstraktora cech ResNet-50 [11]. Pro-
ces uczenia wykonano dla 50 % zdjęć zbioru treningowego dla 
wszystkich warstw sieci neuronowej przez 50 epok, a następnie 
douczano przez kolejne 30 epok dla kolejnych 50 % zdjęć zbioru 
treningowego. Uzyskano skuteczność na poziomie 93,7 % rozpo-
znawanych defektów. Wykorzystując techniki uczenia transfero-
wego, skorzystano ze wstępnie nauczonej sieci na dużym zestawie 
danych COCO [13]. Wykorzystanie wstępnie nauczonej sieci na 
dużym zbiorze danych pozwoliło na zmniejszenie czasu ucze-
nia oraz poprawienie skuteczności rozpoznawania wzorców na 
obrazie. W dalszej części uczenia systemu dostrajano na zbiorze 
treningowym danych końcowe cztery dolne warstwy sieci neuro-
nowej zamrażając oprócz nich wszystkie pozostałe przez 30 epok 
(rys. 3). Technika ta pozwoliła polepszyć o 1,6% skuteczność 
rozpoznawania defektów niż poprzez ponowne uczenie wszyst-
kich warstw sieci neuronowej aby ostatecznie uzyskać wynik 
95,3 % skuteczności.
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Większą stabilność systemu rozpoznawania defektów spa-
walniczych osiągnięto przez zastosowanie urządzenia mani-
pulacyjnego w postaci sześcioosiowego szeregowego robota 
przemysłowego. Wykonano definicję dwóch narzędzi (palnika, 
kamery) oraz zdefiniowano układ współrzędnych użytkownika. 
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Definicja narzędzia pozwoliła jednoznacznie określić punkt  
P[x, y, z, w, p, r] będący punktem środkowym narzędzia w sze-
ściowymiarowej przestrzeni R6 pracy robota. Zostały zdefi-
niowane punkty środkowe narzędzi zwane TCP (ang. Tool 
Center Point) odpowiednio dla narzędzia palnika i narzędzia 
kamery. Zaprogramowana trajektoria ruchu robota przemy-
słowego, którą podąża punkt TCP narzędzia palnika została 
wykorzystana do inspekcji wizyjnej przez kamerę bez koniecz-
ności programowania nowych punktów robota. Umożliwiła to 
automatyczna zmiana wartości definicji narzędzia w trakcie 
wykonywania programu robota przemysłowego [5]. Poglądowy 
algorytm działania zamiany wartości definicji narzędzia został 
przedstawiony na rys. 4.

Oprócz samej zamiany definicji narzędzia i otrzymaniu aktu-
alnej pozycji w globalnym układzie współrzędnych kartezjań-
skich robota przemysłowego, przeliczono ją na wartość w nowo 
zdefiniowanym układzie współrzędnych użytkownika. Wyko-
nano w tym celu operację pobrania aktualnych wartości punktu 
TCP (palnika lub kamery) w globalnym układzie współrzędnych 
robota przemysłowego oraz transformację do układu współrzęd-
nych użytkownika. Na rys. 5 przedstawiono położenie układów 
współrzędnych w przestrzeni pracy robota przemysłowego. Prze-
kształcenia pozwoliły na wyznaczenie wartości punktu TCP 
w układzie współrzędnych użytkownika i transformację na 
narzędzie kamery a następnie podanie wektora pozycji defektu 
w sześciowymiarowym układzie R6 układu współrzędnych użyt-
kownika na podstawie zdjęcia w przestrzeni dwuwymiarowej 
R2. Tak przeliczone dane pozycji defektu lub obiektu na obra-
zie mogą zostać wykorzystane do określenia dokładnej pozycji 
przez robota. Ma to znaczenie, gdy system zostanie użyty do 
raportowania błędów, określenia dokładnych rozmiarów defektu 
spawalniczego lub dla aplikacji gdzie zamiast defektu rozpo-
znawany jest detal, który następnie musi zostać odpowiednio 
pozycjonowany dla robota.

Zaletą zastosowania tego typu przekształceń była możliwość 
pozycjonowania elementów poddawanych inspekcji wizyjnej 
w przestrzeni pracy robota z dowolnym zdefiniowanym układem 
współrzędnych użytkownika. Pozwoliło to na jednoznaczną iden-
tyfikację pozycji defektów zapisanych w układzie współrzędnych 
użytkownika, co ma znaczenie przy określaniu pozycji robota 

Rys. 4. Algorytm zamiany wartości definicji 
narzędzia
Fig. 4. Algorithm for replacing the tool definition 
value

Rys. 5. Układy współrzędnych robota przemysłowego: 1 – Robot przemysłowy,  
2 – kamera, 3 – palnik spawalniczy, WORLD – globalny układ współrzędnych, UF – układ 
współrzędnych użytkownika, UT1 – układ współrzędnych narzędzia palnika, UT2 – układ 
współrzędnych kamery
Fig. 5. Coordinate systems of an industrial robot: 1 – industrial robot, 2 – camera, 3 – welding torch, 
WORLD – global coordinate system, UF – user coordinate system, UT1 – user tool torch coordinate 
system, UT2 – user tool camera coordinate system

w połączeniu z urządzeniami pozycjonującymi o większej liczby 
osi skrętnych działających w ruchu skoordynowanym z robotem. 
Metoda pozwala na zastosowanie do pozycjonerów wieloosio-
wych w procesie spawania, na których jest zdefiniowany układ 
współrzędnych poruszający się zgodnie z kinematyką pozycjo-
nera i bezpośrednim określeniu pozycji detalu w przestrzeni 
pracy robota. 

M1�$�������

Wynikiem działania systemu opartego o głęboką sieć neu-
ronową jest informacja na podstawie wykonanego zdjęcia 
w postaci trzech danych wyjściowych:

 − segmentacja wady spoiny na obrazie  
– maska o wymiarach H × W,

 − lokalizacja wady spoiny na obrazie  
– punkty P1(x1, y1), P2(x2, y2),

 − klasyfikacja wady spoiny na obrazie – h: X → Y;  
gdzie Y ∈ 1, ..., n.
Dzięki zastosowaniu segmentacji instancji wady spawalniczej 

zostały oznaczone wszystkie wady występują cena obrazie i na 
podstawie nałożenia wygenerowanej maski na obraz wejściowy 
spoiny. Jednoznaczna lokalizacja, rozmiar i rodzaj defektu spa-
walniczego umożliwiły ocenę czy dana spoina spełnia zało-
żone wymogi jakościowe. System na danych testowych osiągnął 
dokładność rozpoznawania spoin na poziomie 95,3 %. Przy-
kładowe rezultaty będące wynikiem działania systemu zostały 
przedstawione w tabeli 2. Można tu zobaczyć efekt działania sys-
temu w postaci zdjęć z oznaczonymi, zlokalizowanymi i sklasyfi-
kowanymi wadami spoin na obrazie dla zbioru danych testowych.

Zastosowanie urządzenia manipulacyjnego pozwoliło na zwięk-
szenie skuteczności rozpoznawania defektów poprzez mniejszy 
wpływ zakłóceń na jednostkowe zdjęcie w warunkach przemy-
słowych a także możliwość wykonania większej liczby zdjęć przez 
zmianę położenia kamery w trakcie ruchu. Zastosowanie urządze-
nia manipulacyjnego umożliwiło również pozycjonowanie defektu 
w sześciowymiarowej przestrzeni pracy robota przemysłowego. 
Jest to niezbędne do określenia dokładnego położenia defektu 
spawalniczego oraz określenia jego wielkości, gdy wymagane jest 
zaklasyfikowanie detalu jako dobrego lub wadliwego. Dzięki kali-
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Tabela 2. Wyniki działania systemu wykrywania wad spawalniczych
Table 2. The results of the operation of the welding defection system

Opis wady Zdjęcie wejściowe Wynik działania systemu

Widoczne odpryski na 
powierzchni spoiny

Pory powierzchniowe 
spowodowane niewystarczającą 

ilością lub brakiem gazu 
osłonowego

Przepalenia materiału 
spawanego

bracji kamery i parametryzacji systemu detekcji, możliwe było 
zdefiniowanie progów wadliwości elementu, przy których detal 
był uznawany jako wadliwy.

System detekcji wizyjnej wraz robotem przemysłowym po 
wykonaniu inspekcji spoiny zwraca informację o:
a) rodzajach wad – h: X → Y; gdzie Y ∈ 1, ..., n.
b) lokalizacji wad na spoinie w przestrzeni R6 pracy robota – 

punkty P1(x1, y1, z1, w1, p1, r1), P2(x2, y2, z2, w2, p2, r2) dla 
każdego rozpoznanego defektu, gdzie:
x, y, z – są wartościami położenia defektu w przestrzeni kar-

tezjańskiej R3 wyrażonymi w milimetrach (mm),
w, p, r – są wartościami orientacji narzędzia względem spo-

iny wyrażonymi w stopniach (deg);
c) wartości procentowej wad spoin na podstawie wyliczenia 

liczby pikseli maski w stosunku do liczby pikseli całej spoiny,
d) zdjęcie wykonanej inspekcji wraz z nałożonymi maskami 

wad spoin w celu archiwizacji i diagnostyki skuteczno-
ści detekcji.
Czas inspekcji wizyjnej wraz z czasem potrzebnym na zwró-

cenie wyników mieści się granicach 0,4–0,7 sekundy dla GPU 
6  GB pamięci RAM, co w warunkach przemysłowych jest para-
metrem istotnym ze względu na wymogi czasowe aplikacji. 

6. Podsumowanie

Zaprezentowana w artykule metoda rozpoznawania wad spa-
walniczych bazująca na głębokich konwolucyjnych sieciach neu-
ronowych daje nowe możliwości w dziedzinie klasyfikacji wad 
spawalniczych na podstawie danych obrazowych spoin. Przed-
stawiona w pracy technika jednoczesnej klasyfikacji, segmen-
tacji i lokalizacji wraz z zastosowaniem uczenia transferowego 

pozwoliły na uzyskanie sku-
teczności rozpoznawania wad 
spawalniczych na poziomie 
0,953. Zastosowanie systemu 
neuronowego wraz z robo-
tem przemysłowym umożli-
wiło ustalenie jednoznacznej 
pozycji wady spoiny w sze-
ściowymiarowej przestrzeni 
pracy. Na podstawie wyników 
badań można stwierdzić, że 
z zastosowaniem sieci konwo-
lucyjnych należy wiązać duże 
nadzieje w dziedzinie automa-
tycznego rozpoznawania wad 
spawalniczych w stanowiskach 
zrobotyzowanych i zautoma-
tyzowanych. Przewidywane 
jest kontynuowanie badań 
nad ulepszaniem oraz zastoso-
waniem nowych modeli sieci, 
które będą mogły osiągać lep-
szą skuteczność niż dotychczas 
badane. Istotnym czynnikiem 
wpływającym na skuteczność 
rozpoznawania będzie zgroma-
dzenie większych ilości danych 
w postaci zdjęć wadliwych 
spoin. Równoczesne badania 
nad nowymi konstrukcjami 
głębokich sieci konwolucyjnych 
pozwolą na bardziej szczegó-
łowe rozpoznawanie defektów 
innych wad takich jak pod-
topienia lub nieprawidłowe 
mieszanki gazu osłonowego. 
Ulepszony w ten sposób sys-

tem będzie mógł być z powodzeniem wdrożony dla każdego 
rodzaju aplikacji spawalniczej i eliminować wadliwe połączenia 
spawane, których wady są możliwe do rozpoznania za pomocą 
percepcji wzrokowej. Zastosowana metoda klasyfikacji, loka-
lizacji i segmentacji wady spawalniczej w połączeniu z kine-
matyką robota przemysłowego, może z powodzeniem zostać 
wykorzystana nie tylko do rozpoznawania defektów spawalni-
czych, lecz do rozpoznawania detali i odpowiedniego ich lokali-
zowania w przestrzeni pracy robota przemysłowego, znajdując 
zastosowanie w systemach paletyzacji zrobotyzowanej.
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Abstract: Modern automation and robotization of production processes requires new and 
fast methods of product quality control. In the case of arc welding in robotic systems, where the 
production process takes place in large series, it is important to quickly control the correctness 
of the weld. Based on visual data, the system should be able to automatically determine whether 
a given weld meets the basic quality requirements, and thus be able to stop the process in the event 
of identified defects. The article presents the results of research on the creation of a visual method 
for assessing the correctness of the weld seam based on the deep neural network classifying, 
locating and segmenting welding defects. The proposed detection method was extended by using 
a combination of a vision system camera with a six-axis industrial robot in order to enable detection 
of a larger number of welding defects and positioning in a six-dimensional workspace. The research 
results presented in this article were obtained during the implementation of the project entitled 
„Development of a method based on the use of deep neural networks for visual inspection of 
welded joints in the course of R&D works” implemented at the company ZAP-Robotyka Sp. z o.o. in 
Ostrów Wielkopolski. 
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