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ZASTOSOWANIE SIECI NEURONOWEJ
DO WSPOMAGANIA PROJEKTOWANIA
WSTEPNEGO STATKU

W referacie zaprezenmtowano strukture oraz algorytm uczenia sieci neuronowej ze wsteczng
propagacjq bledow do wspomagania projektowania wstepnego dla doboru mocy silnika giownego
statku na podstawie jego parametrow ogolnych. Algorytm zaimplementowany zostal w jezyku Visual
Basic w systemie Access i moze by¢ zastosowany dla dowolnej liczby parametrow, ktorymi mogq by¢
pola bazy danych statkow zbudowanych. Uzyskane wyniki mogq stuzyé do weryfikacji projektu
wstepnego, w ktorym nie wykorzystuje sie podobienstwa statkow.

ON APPLICATION OF NEURAL NETWORK FOR AIDED CONCEPTUAL SHIP
DESIGN

In the paper the structure and error back-propagation neural network algorithm was presented to aid
conceptual design for choosing of power output of ship’s main engine (ME) based on the general
ship’s parameters (mainly its dimensions). This algorithm was elaborated in Visual Basic language
and may be used for every parameters number as ship’s constructed database fields. Obtained results
may be used for project’s verification in which similarity of ships is not used.

1. WSTEP

W literaturze znalez¢ mozna przyklady zastosowania sztucznej inteligencji, w tym sieci neuronowych,
do wspomagania projektowania statkéw [1, 2, 9] zwlaszcza na etapie wstgpnym, w ktorym na
podstawie szczegotowych wymagan armatora okresla si¢ gtowne parametry statku. Dla zapewnienia
optymalnych wymiarow gltéwnych statku w jego projekcie czesto stosuje si¢ podejscie oparte na
znajdowaniu statkéw o podobnych charakterystykach i1 ewentualnym dokonaniu modyfikacji
zastosowanych rozwigzan projektowych.

Wykorzystanie informacji dotyczacych wczesniej wykonanych podobnych projektow umozliwiaja
zardwno systemy ekspertowe za pomoca metody wnioskowania na podstawie przypadkéw [9], co
utatwia zaprojektowanie statku o wysokiej efektywnosci w mozliwie krotkim czasie, jak 1 sieci
neuronowe [11, 14], ktédre mozna uczy¢ w oparciu o reprezentatywne przyktady oraz wyniki uzyskane
z innych zrodetl (np. podczas eksploatacji statku). W ten sposdb przetwarzanie charakterystyczne dla
tradycyjnych systeméw ekspertowych jest komplementarne wzglgdem rozproszonego przetwarzania
rownoleglego, jakim odznaczaja si¢ sieci neuronowe.

Oba te klasyczne narzgdzia sztucznej inteligencji wraz z relacyjng baza danych zostaly zastosowane
do wspomagania projektowania wstgpnego statku w zakresie doboru mocy silnika gtownego (SG) na
podstawie parametréw wejsciowych: nosnosci, dlugosci catkowitej, szeroko$ci, zanurzenia oraz
predkosci przy uzyciu metod obliczania podobienstwa w aplikacji bazy danych (z funkcjg trapezowa,
Gaussa, trojkatna oraz z dolng granica). Oceny skutecznosci i prawidtowosci tych metod dokonano
poprzez ich analiz¢ pordwnawcza w zestawieniu z wynikami uzyskanymi z sieci neuronowe;.

Wartosci parametrow statkow o zbyt malym stopniu podobienstwa moga by¢ weryfikowane
przez sie¢ neuronowq. ze wsteczng propagacja bltedoéw, ktéra zaimplementowana zostata
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w jezyku Visual Basic i moze by¢ zastosowana dla dowolnej liczby parametréw wejsciowych
1 wyj$ciowych w postaci pdl tabeli bazy danych statkow zbudowanych.

Ma to miejsce wowczas, gdy nie znaleziono statku podobnego, a w tworzonym projekcie
wystepuja elementy projektow pochodzace z réznych statkow lub zostal on utworzony
samodzielnie przez projektanta (bez korzystania z podobienstwa statkow).

2. SIEC NEURONOWA DLA DOBORU MOCY SILNIKA GEOWNEGO STATKU

W zastosowaniach sieci neuronowych wymagane jest posiadanie mozliwie licznego zbioru
uczacego. Obliczenia przeprowadzono na wybranych parametrach kilkuset statkdéw
zbudowanych w polskich stoczniach. W przeprowadzonych badaniach poszukiwano
zaleznosci mocy silnika gldéwnego od parametréw wejsciowych takich jak: nosnosc
(DWT [t]), dlugos¢ catkowita (LOA [m]) i szeroko$¢ statku (B [m]), jego zanurzenie (D [m])
oraz predkosc (V [w]).

Fragment bazy danych tych statkow przedstawiono w tab. 1.

Tab. 1. Przykladowy fragment bazy danych statkéw zbudowanych

Lp. | DWT[f] | LOA[m]| B[m] D [m] V[w] | Moc SG [kW]
2 15300 148.9 23 8.5 14 6300
4 | 15300 148.9 23 8.5 14 6800
6 7200 169.9 28 12.3 20.5 8600
8 | 41600 206.5 30 115 14.3 11330
9 | 41450 205 30 11.48 14.6 8338
10 | 16500 149 23 8.5 18 7230
11 550 60.21 10.5 3.15 11 1200
12 210 30.25 10.2 472 5 600
13 1480 90.63 15.02 54 15 3600
15 1564 83.88 15.22 54 16 3600
17 | 18500 14135 225 9.47 13 6650
18 2209 102.6 17.07 5.7 16.5 5200

W obliczeniach zastosowano sie¢ dwuwarstwowa z ciagla unipolarng funkcja aktywacji
i klasyczny algorytm propagacji wstecznej btedu zmiany wag. Zbior statkow podzielono na
dwa podzbiory: uczacy 1 testujacy. Do zbioru testujacego wylosowano 25 % statkéw. Jako
fragment zbioru uczacego wykorzystano dane ztab. 1. Wszystkie parametry statkow przed
rozpoczgciem obliczen zostaly znormalizowane do wartosci z zakresu [0, 1].

W tym przypadku jeden cykl obliczeniowy sktadat si¢ z wprowadzenia na wejscie sieci
kolejno parametréw wszystkich statkdw ze zbioru uczacego. Zakonczenie uczenia sieci
nastepowato wtedy, gdy sredni blad kwadratowy -e. w cyklu przyjmowat wartos¢ mniejsza od
zadanej. Btad ten dotyczyl réznicy pomigdzy rzeczywista moca SG a moca wyliczong przez
sie¢ dla tego samego statku.

Zbieznos¢ procesu uczenia wyrazong zaleznoscig e, od liczby cykli obliczeniowych I
przedstawiono na rys. 1. Dane te uzyskano dla sieci o nastgpujacych cechach: pig¢ wejsé
(DWT, LOA, B, D, V), 25 neuronéw w warstwie ukrytej, jeden neuron wyjsciowy,
wspolezynnik uczenia 7; = 0,5, parametr funkcji aktywacji = 1,5.
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Rys. 1. Zbiezno$¢ procesu uczenia sieci neuronowej

Po zakonczeniu uczenia sieci na zbiorze uczacym statkow, przeprowadzono obliczenia
(z uzyskanymi wagami sieci) wykorzystujac parametry statkow ze zbioru testujacego.

W obliczeniach testujacych okreslono takze $redni btad wzgledny w procentach wyrazony
wzorem:

i oi

100 )

gdzie: M; i M, odpowiednio moc rzeczywista i moc obliczona przez sie¢, n — liczba statkow,
1 — numer statku.

Uzyskano nastgpujaca wartos¢ tego btedu: e = 23,13 %, ktéra w przypadku zastosowania

metody regresji [14], dla tych samych danych, wyniosta 25,61 %.

Whnioski ogdlne dotyczace zastosowanej metody uczenia sieci neuronowej mozna

sformutowac nastgpujaco:

— zbiezno$¢ procesu uczenia za pomoca algorytmu propagacji wstecznej bledu 1 ze stalym
wspotczynnikiem uczenia jest stosunkowo staba

— znaczna rozbieznos¢ wynikow dla zbioru testujacego (duze wartosci btgdu) wynika z duze;j
réznorodnosci rozpatrywanych statkéw

— gradientowy algorytm uczenia ze statym wspolczynnikiem uczenia 77; charakteryzuje sig¢
szybka zbieznoscia w fazie poczatkowej i stabsza zbieznoscig w dalszej czgsci obliczen.

3. ALGORYTM UCZENIA SIECI NEURONOWEJ DLA DOBORU MOCY SG

Opracowany algorytm uczenia sieci neuronowej ze wsteczng propagacja bledow,
zastosowany dla doboru mocy SG zaimplementowany zostal w jezyku Visual Basic i moze
by¢ zastosowany dla dowolnej liczby parametréw wejsciowych 1 wyjsciowych w postaci pdl
tabeli bazy danych statkow zbudowanych.

W algorytmie tym wymagane jest wskazanie bazy danych, a nastgpnie tabeli, z ktorej
pochodza pola przyjete jako parametry dla sieci, w wyniku czego nastgpuje przywolanie
odpowiednich danych do wgladu. Po okresleniu liczby cykli oraz wstepnej wartosci bedu, jak
rowniez wspotczynnikdéw uczenia 7, 1 korekcji wag 77, uruchamiany jest proces uczenia sieci.
Uzyskane wyniki z sieci neuronowej zapisywane sa w osobnym polu ,,Oblicz” tabeli
zrodlowe;.

Wartosci wszystkich parametrow algorytmu uczenia sieci wprowadzane sa za posrednictwem
formularza przedstawionego na rys. 2.
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Rys. 2. Formularz do wprowadzania warto$ci parametrow sieci neuronowej
W procesie uczenia sieci nalezy uwzglednic¢ nastepujace problemy:
1. dobdr zbioru uczacego o odpowiedniej wielkosci

2. okreslenie wartosci wspotczynnikow 77; jako wspdiczynnika uczenia oraz 77, jako
wspotczynnika korekcji wag

3. zdefiniowanie czasu uczenia.

Istotna rzecza jest umiejetny wybdr wspotczynnika uczenia 7;, ktdry ma ogromny wplyw na
stabilnos¢ 1 szybko$¢ calego procesu. Wspodtczynnik 7/ jest mnozony przez propagowany
wstecz btad 1 odpowiada za szybko$¢ uczenia. Zbyt mata warto$¢ tego parametru powoduje,
iz uczenie 1 zbieznos$¢ sieci jest bardzo wolne, przy zbyt duzej jego wartosci proces
poszukiwan optymalnego wektora wag jest rozbiezny i algorytm moze sta¢ si¢ niestabilny [5].
Wspdtczynnik 7, mnozony jest przez wielko$¢ zmiany wag w poprzednim kroku,
,wygladzajac” zbyt gwaltowne skoki wag polaczen.

Wartosci wspotczynnika 77, nalezy dobiera¢ na zasadzie pewnego kompromisu, tak aby
kolejne przyrosty wag stanowity matg czes¢ ich aktualnych wartos$ci (np. kilkuprocentowa).

W literaturze [12] proponowana wartos¢ wspdtczynnika 77, zawiera si¢ w przedziale
[0,05,0,25]. Inni autorzy [13] podaja jako wartosci ,klasyczne” tych wspolczynnikdw:
odpowiednio 77;,=0,9, a n,= 0,6, przy czym zaznacza si¢, ze w przypadku duzych sieci
nalezy przyjmowaé wartosci mniejsze, lecz o podobnych proporcjach wzglgdem siebie.
Podczas uczenia wartosci te powinny by¢ zmniejszane, lecz proponowane jest réwniez
rozpoczynanie procesu uczenia sieci prawie od zerowych wartosci wspdtczynnikdw 77; 1 7,
oraz stopniowe ich zwigkszanie az do osiagnigcia pewnej ustalonej wartosci. Badania
rozpocz¢to od pewnych matych wartosci wspotczynnikow, stopniowo je zwigkszajac. Czas
uczenia okresla si¢ za pomoca liczby cykli prezentacji zbioru uczacego.

Wybrane przyklady zastosowania opracowanego algorytmu sieci neuronowej w zakresie
doboru mocy SG, na podstawie wymiardw, nosnosci i1 predkosci statku, a nastgpnie doboru
mocy SG na podstawie jednego parametru wejsciowego tj. predkosci statku, przedstawiono
w tab. 2.

Badania w zakresie doboru mocy SG na podstawie innych parametrow projektowych,
gtownie wymiaréow statku przeprowadzono dla przyktadowej liczby cykli w zakresie
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100-50000, przy wartosciach wspotczynnikow 7/ 1 72 réwnych odpowiednio 0,9 i 0,6 oraz
wartosciach w zakresie 3-0,1 1 1-1.

W wigkszosci przypadkow przyjeto rozwigzanie polegajagce na zmniejszaniu wartosci
wspotczynnikdéw uczenia, co spowodowato uzyskanie btedu sredniego w granicach: 0,034 —
0,06.

W innych przypadkach, zastosowano te same wartosci wspdtczynnikow, co przyczynito sig¢
do wzrostu bledu sredniego, przy matej liczbie cykli nawet do wartosci rownej 0,1. W jednym
przypadku zastosowano zwigkszanie wartosci wspotczynnikdw, a uzyskany btad sredni nie
odbiega od poprzednich wartosci.

Tab. 2. Wyniki zastosowania opracowanego algorytmu sieci neuronowej

Parametry wyjsciowe | Liczba cykli | Liczba Wartosci wspdtczynnikéw | Czas Btad
param. we. 1[1;12;31121 sredni
nl n2
Moc SG 1000 5 0,9 0,6 1 0,06
10000 5 0,9 0,6 7 0,04
30000 5 0,9 0,6 13 0,037
50000 5 0,9 0,6 20 0,034
1000 5 0,1 0,1 0.5 0,1
2000 5 1 0,1 1 0,05
4000 5 0,1 0,1 2 0,05
4000 5 1 0,1 2 0,048
4000 5 0,1 1 2 0,05
4000 5 1 1 2 0,046
4000 5 2 0,1 2 0,045
4000 5 2 0,5 2 0,.043
4000 5 3 0,1 2 0,046
10000 5 0,1 0,1 7 0,07
1000 1 0,9 0,6 0.3 0,06
10000 1 0,9 0,6 0.5 0,05
30000 1 0,9 0,6 12 0,056

Wyniki dotyczace uczenia sieci dla liczby cykli réwnej 100, a nastgpnie 1000 przedstawiono
na wykresie (rys. 3).
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Rys. 3. Zalezno$ci mocy SG od parametréw: DWT, LOA, D, G, V

Wyniki uczenia sieci dla liczby cykli rownej 50000 cykli (przy tych samych pozostatych
parametrach) przedstawiono na rys. 4.
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Rys. 4. Wyniki uczenia sieci dla liczby cykli réwnej 50000

Dla poréwnania tych wynikow przeprowadzono test uczenia sieci dla doboru mocy SG na
podstawie jednego parametru wejsciowego tj. predkosci statku, co przedstawiono na rys. 5.
Test wykonano na zbiorze statkow o mocy SG >13000 kW 1 <25000 kW.
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Rys. 5. Zalezno$¢ mocy SG od predkosci statku dla wybranego zbioru statkéw

Zbieznos¢ procesu uczenia dla doboru mocy SG na podstawie jednego parametru np.
predkosci statku jest nieco lepsza, anizeli na podstawie wielu parametréw projektowych.
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Podobny test (na zbiorze statkow o mocy SG >13000 kW i <25000 kW) wykonano dla wielu
parametrow projektowych (DWT, LOA, B, D) dla 7;i 7= odpowiednio 3 i 0,1, ktérego
wyniki przedstawiono na rys. 6.
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Rys. 6. Zalezno$¢ mocy SG od wielu parametréw projektowych dla wybranego zbioru statkow - 3000 cykli

W oparciu o wyniki przedstawionych przyktadowych badan mozna sformutowac nastgpujace
szczegolowe wnioski:

1. blad sredni maleje ze wzrostem liczby cykli obliczen

2. zwigkszanie wartosci wspdtczynnikdw uczenia nie daje lepszych rezultatow, anizeli ich
zmniejszanie (w drugim przypadku wzrost btedu sredniego o 0,03)

3. zbieznos¢ procesu uczenia prowadzonego na wyselekcjonowanym zbiorze statkéw dla
jednego parametru np. predkosci statku jest nieco lepsza, anizeli zbiezno$¢ na podstawie
wielu parametréw projektowych

4. zwigkszanie liczby cykli powyzej pewnej granicy (30000 dla analizowanych
przyktadow) nie daje znaczacej poprawy uzyskanych efektow.

4. ZASTOSOWANIE SIECI NEURONOWEJ DO PROJEKTOWANIA WSTEPNEGO
STATKU DLA DOBORU MOCY SILNIKA GLOWNEGO

Opracowany algorytm sieci neuronowej zastosowano do wspomagania projektowania
wstepnego statku dla doboru mocy silnika gléwnego obok metod obliczania podobiefistwa
statkow [7]. Wyniki tych metod zestawione zostaty w tabeli 3.

W przypadku, gdy wyszukane z bazy danych wartosci mocy SG statkow wedlug
poszczegolnych funkcji  obliczania podobienstwa sa identyczne z projektowanymi
(przypadek: 2, 3, 4, 6) — tab. 3, wyniki uzyskane z sieci neuronowej sa gorsze. Nie ma zatem
potrzeby dokonania ich weryfikacji za pomoca sieci, ktéra ma zastosowanie w przypadku,
gdy nie znaleziono wystarczajaco podobnych statkow za pomoca metod obliczania
podobienstwa w aplikacji bazy danych (przypadki: 1 i 5) — tab. 3. Wowczas ma miejsce
proces weryfikacji tych wynikdéw za pomocg sieci neuronowe;.
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Tab. 3. Warto$ci mocy silnika glownego statkéw podobnych uzyskane przy uzyciu réznych funkeji

obliczania podobienstwa oraz z sieci neuronowej

Moc SG statku podobnego [kW]
Moc SG
statku Metodg z | Metodg z | Metodg z Metodg z
projektowane| dolng funkcjg funkcjg funkcjg Z sieci

go granicg Gaussa | trapezowg | trojkgtng |neuronowej
3057 7000 7000 7000 7000 1991
4350 4350 4350 4350 4350 2503
5500 5500 5500 5500 5500 5043
7400 7400 7400 7400 7400 7250
12000 10800 10800 10800 10800 11153
13700 13700 137000 13700 12960 13500

Poréwnanie uzyskanych przyktadowych wynikéw dotyczacych statkow zbudowanych
w polskich stoczniach (wartosci mocy SG statkoéw o najwigkszym podobienstwie zawarte
w tab. 3) przedstawiono na wykresie (rys. 7).
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Moc wynikowa

6000 1 z sieci
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Rys. 7. Graficzne poréwnanie mocy SG statkow podobnych zbudowanych w polskich stoczniach wedlug
poszczegélnych metod obliczania podobienstwa

Z zaprezentowanych przykladéw wynika, iz uzyskane poszczegdlnymi metodami obliczania
podobienstwa wartosci mocy statkéw najbardziej podobnych nie zawsze sa zblizone do mocy
zadanej statku projektowanego. Wynika to z faktu, iz statki podobne wyszukiwane sg na
podstawie podobienstw sumarycznych wszystkich parametrow wejsciowych. Istotng rolg
odgrywa tu wiasciwe ustalenie warto$ci wag parametrow, jak réwniez wartosci granic
badanych zakreséw 1 ich odchylen. Analiz¢ podobienstwa przeprowadzono na podstawie
statkdw roznych typow, zbudowanych w polskich stoczniach. Analizie poddano réwniez
wyniki w zakresie doboru mocy SG uzyskane z sieci neuronowej. Rdéznice podobienstw
uzyskanych przy zastosowaniu réznych funkcji wynika¢ moga z nastgpujacych powodow:

e mocno zroznicowana struktura badanego zbioru statkéw w bazie danych (rézne typy,
gabaryty, przeznaczenie)

e zbyt mata liczba statkéw poddanych analizie

e 7zbyt maty zbidr statkow w bazie danych, co rzutuje na wyniki uzyskane z sieci
Neuronowe;.
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5. PODSUMOWANIE

W opracowanym systemie wspomagania projektowania wstgpnego statku zastosowano siec
neuronowq dla doboru mocy oraz predkosci obrotowej silnika gtownego, na podstawie parametrow
og6lnych statku m.in. jego wymiaréw do wytypowania rozwigzania w przypadku, gdy znalezione
w bazie danych statki podobne nie spelniaja oczekiwan projektanta ( nie sa wystarczajaco podobne).
Uzyskane wyniki z sieci neuronowej porownano z wartosciami wynikowymi znalezionych statkéw
podobnych w bazie danych.

Sie¢ neuronowa, wyuczona na podstawie wczesniejszych rozwiazan na statkach zbudowanych,
w oparciu o ogdlne dane projektowe statku moze zatem stuzy¢ do uzupetienia (weryfikacji) metod
okreslania podobienstwa w aplikacji bazy danych lub systemie ekspertowym w przypadku braku
rozwiazan podobnych.
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