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gtebokiego uczenia

Piotr Wiecek, Dominik Sankowski

Politechnika todzka, Instytut Informatyki Stosowanej, ul. Stefanowskiego 18/22, 90-924 +6dz7

Streszczenie: w pracy przedstawiono nowy algorytm zwiekszenia rozdzielczosci obrazéw
termowizyjnych. W tym celu zintegrowano sie¢ resztkowg z modutem wspdtdzielonego filtru

z podprébkowaniem obrazu KSAC (ang. Kernel-Sharing Atrous Convolution). Uzyskano znaczne
skrdcenie czasu dziatania algorytmu przy zachowaniu duzej doktadnosci. Sie¢ neuronowg
zrealizowano w srodowisku PyTorch. Przedstawiono wyniki dziatania proponowanej nowej metody
zwigkszenia rozdzielczosci obrazéw termowizyjnych o wymiarach 32x24, 160x 120 i 640x480 dla

skali 2—6.
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1. Wprowadzenie

Problematyka zwigkszenia rozdzielczosci obrazéw cyfrowych
rozwijana jest od wielu lat. Dotychczas najczesciej stosowane
sa metody interpolacyjne, do ktérych mozna zaliczy¢ algorytm
najblizszego sasiada (NN) oraz metody interpolacji biliniowej
i dwuszesciennej (ang. bicubic) [21]. Bardziej zaawansowane
techniki stosuja filtry Lanczosa [3] lub interpolacje za pomoca
funkeji sklejanych [10]. Znane sa sprzetowe metody zwiek-
szenia rozdzielczosdci systemow termowizyjnych, ktére stosuja
technike mikro skaningu [19]. Zwickszenie rozdzielczosci syste-
mow termowizyjnych staje sie obecnie pilnym do rozwigzania
problemem technicznym ze wzgledu na coraz wicksza oferte
tanich matryc bolometrycznych o malej rozdzielczosci [22-24].

Ostatnio w literaturze pojawiaja sie prace, w ktorych auto-
rZy proponuja nowe zastosowania algorytméow glebokiego ucze-
nia do zwigkszenia rozdzielczosci obrazéw, znane pod nazwa
metod superrozdzielczodci [5, 8, 9, 11-13, 20], ktére dotycza
w przewazajacej wiekszosci obrazéow wizyjnych. Podejmowane
sg takze préby zastosowania metod superrozdzielczosci w innych
zastosowaniach, np. do rekonstrukeji obrazéw MRI [14], a takze
w termowizji w podczerwieni [13, 17].

Na podstawie ostatnio publikowanych wynikéw badan mozna
skonstatowaé, ze zastosowanie sieci resztkowych RDLNN (ang.
Residual Deep Learning Neural Network) daje lepsze rezultaty
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w poréwnaniu z klasycznymi sieciami splotowymi CNN (ang.
Convolutional Neural Network), gléwnie przez skrécenie czasu
uczenia sieci [9, 11, 12]. W ogdlnym przypadku, podczas uczenia
glebokiego sieci metodami optymalizacji gradientowej, wystepuje
problem zerowania gradientéw przy uzyciu arytmetyki o skon-
czonej precyzji, co uniemozliwia wykonanie pelnego procesu
uczenia.W celu zredukowania efektu zaniku gradientow, wpro-
wadza si¢ polaczenia bezposrednie, omijajace wybrane bloki
sieci RDLNN [2, 4, 7, 15]. W rezultacie obraz na wyjsciu warstw
ukrytych jest réznica (wartoscia resztkowa) obrazu [§]. Obraz
resztkowy zawiera szczegdly obrazu o duzych wartosciach cze-
stotliwosci przestrzennych, podobnych do krawedzi.

Inspiracja do podjecia badan nad zwigkszeniem rozdzielczosci
obrazéw termowizyjnych byly publikacje przedstawiajace rézne
wersje architektury zagniezdzonych sieci resztkowych RIR (ang.
Residual In Residual) [12, 20]. W pracy [12] autorzy zapro-
ponowali modyfikacje sieci RIR, w ktérej zachowujac dlugie
polaczenia globalne, zredukowano liczbe wewnetrznych blokéw
resztkowych do dwdch warstw filtréw splotowych z jedna nieli-
niowg warstwa usuwania ujemnych wartosci cech ReLU. Dodat-
kowo usunieto bloki normalizujace, co znaczaco skrocito czas
uczenia. Algorytm superrozdzielczosci o przedstawionej archi-
tekturze zaimplementowano w Srodowisku PyTorch, ktére jest
udostepnione na zasadzie darmowej licencji [25-27]. Przepro-
wadzono préby zwiekszenia rozdzielczosci obrazéw wizyjnych
oskalis=2,314.

Gléwnym problemem zastosowania sieci splotowych w prak-
tyce jest ich dlugi czas dziatania i to nie tylko w fazie uczenia.
W rezultacie nie jest dzi$ mozliwa ich implementacja w czasie
rzeczywistym w praktycznych zastosowaniach. W przedstawio-
nej pracy zaproponowano integracje sieci resztkowej z modutem
wspoéldzielonego filtru i podprébkowaniem obrazu (ang. Kernel-
-Sharing Atrous Convolution) [6].
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2. Sie¢ KSAC-ResNet do zwiekszania
rozdzielczosci obrazow termowizyjnych

Podstawowym elementem architektury nowej sieci splotowej
jest modul KSAC opracowany do segmentacji, rozpoznawania
i klasyfikacji obiektéw [6]. Dzialanie modutu KSAC polega
na wielokrotnym filtrowaniu obrazu, ktéry poddano kolejnym
operacjom podprébkowania (Rys. 1). W literaturze algorytm
ten nazwano przestrzennym piramidalnym podprébkowa-
niem obrazu (ang. Spatial Piramid Pooling) [6]. Zastosowanie
modultu KSAC zapewnia wyznaczanie cech obrazéw z uwzgled-
nieniem zaréwno szczegdléw w otoczeniu kazdego punktu
w obrazie, jak réwniez informacje w wigkszym otoczeniu.
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Rys. 1. Struktura modutu KSAC
Fig. 1. Structure of KSAC module
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Rys. 2. Struktura sieci resztkowej KSAC-ResNet
Fig. 2. Structure of residua network KSAC-ResNet

nr epoki

Klasyczna struktura sieci resztkowej zawiera wiele (np. 16
lub 32) szeregowo polaczonych lokalnych blokéw resztkowych
R. Na wejsciu zazwyczaj stosuje sie klasyczny blok filtracji splo-
towej sieci glebokiego uczenia C (ang. Convolutional block). Na
wyjsciu sieci w celu zwiekszenia rozdzielczosci nalezy zastoso-
wacé blok nadprébkowania U (ang. Up-scaling block) polaczony
z wyjsciowym blokiem filtru C (Rys. 2). Koncepcja dzialania
nowej sieci splotowej zaktada redukcje liczby lokalnych blokéw
resztkowych R i zastapienie ich modutem KSAC.

Uczenie sieci KSAC-ResNet przeprowadzono stosujac obrazy
innej modalnosci — obrazy wizyjne duzej rozdzielczosci (ang.
transfer learning). Obrazy treningowe uzyskano z ogdélnodostep-
nej bazy DIV 2K [1]. Zbiér danych uczacych zawieral 800 wizyj-
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nych obrazéw RGB o réznej rozdzielczosci, np. 2040 x 1404 lub
1024 x 1356. W bazie obrazéw DIV 2K znajduja si¢ obrazy duzej
rozdzielczoéci HR oraz odpowiadajace im obrazy zdegradowane
LR do rozmiaru mniejszego metoda interpolacji bikubiczne;j.
Ponadto w procesie uczenia, z kazdego obrazu wybierano losowo
fragmenty o wymiarach 192 x 192, co istotnie zredukowalo roz-
miar przestrzeni cech i przyspieszylto dzialanie sieci.

3. Wyniki eksperymentow

Badania praktyczne przeprowadzono na komputerze z proce-
sorem 4 X Xeon 2,2 GHz CPU i pamiecia 20 GB. Komputer
wyposazony byl w karte graficzna Tesla T4 16 GB GPU. Bada-
nia prowadzono poréwnuja uzyskane wyniki uczenia i walida-
cji z opublikowanymi wynikami dziatania referencyjnej sieci
resztkowej EDSR16, EDSR32 [12]. Obrazy termowizyjne, mimo
ze sa prezentowane w kolorze, maja charakter obrazéw mono-
chromatycznych. Z tego powodu w procesie uczenia podawano
przeksztalcono obrazy RGB z bazy DIV 2K do postaci 16-bito-
wych obrazéw w odcieniach szaroci. W kazdej iteracji (epoce)
zbidér uczacy zawieral 16 000 obrazéw wizyjnych.

Poczatkowo stosowano uczenie progresywne, w ktérym wyniki
uczenia dla mniejszej skali zastosowano jako wartosci poczat-
kowe do uczenia sieci dla skali wigkszej [12]. Badania nie potwier-
dzity poprawy skutecznoéci zwickszania rozdzielczosci obrazéw
metoda progresywna, jak rowniez nie skrocil sie czas uczenia.
Wyniki badan potwierdzily dobra zbiezno$é¢ procesu uczenia
sieci KSAC-ResNet. Po kilkuset iteracjach osiagnieto stabiliza-
cje wartosci wspolezynnika PSNR (ang. Peak Signal-to-Noise
Ratio) na poziomie okolo 35 dB (Rys. 3). Warto zwréci¢ uwage,
ze referencyjna sie¢c EDSR32 wykazywata efekt przeuczenia.

Przeprowadzono zwiekszanie rozdzielczosci obrazéw termo-
wizyjnych o rozmiarze 640 x 480 dla sieci EDSR16 (ResNet16),
EDSR32 (ResNet32) i KSAC-ResNet dla wspolezynnikéw skali
s=2,3,4,5, 6. Sieci zostaly wytrenowane obrazami wizyjnymi
duzej rozdzielczosci metoda transfer learning. Do oceny jakosci
przetwarzania zastosowano 26 obrazéw termowizyjnych o roz-
dzielczosci 640 x 480. Na wstepie zdegradowano metoda inter-
polacji bikubicznej kazdy obraz odpowiednio w skali od 1/2 do
1/6, by zwiekszy¢ rozdzielczo$é do wartosci oryginalnej. Warto-
Sci érednie wspélezynnikow PSNR dla 26 operacji zwigkszenia
rozdzielczodci przedstawiono na Rys. 4.

Rys. 3. Wspotczynnik PSNR podczas
uczenia sieci KSAC-ResNet (wykres
czerwony) i EDSR32 (wykres
niebieski) monochromatycznymi
obrazami wizyjnymi o duzej
rozdzielczosci dla skalis = 2

Fig. 3. PSNR metrics during learning of
KSAC-ResNet (in red) and EDSR32 (in
blue) networks using monochromatic
visual image of high resolution for scale
s=2

Jak mozna zauwazy¢ na Rys. 4, wartosci wspélczynnika
PSNR sa nieznacznie wigksze dla sieci KSAC-ResNet dla skali
s =213. Dlaskalis =4, 516 wigksze wartosci wspo6lczynnika
PSNR osiaga sie¢c EDSR32. Dla skali s = 5 sie¢ KSAC-ResNet
zapewnila uzyskanie lepszego wyniku w poréwnaniu z rezul-
tatem sieci EDSR16 o ok. 1,3 dB. Dla skali s = 6, sie¢ KSAC-
-ResNet data wynik gorszy od sieci EDSR16 o okolo 1 dB i od
sieci EDSR32 o okoto 1,7 dB. Z tego powodu zaproponowano
dla skali s = 6 dwukrotnie wykonane powickszenie wymiaréw
obrazu w skalis = 2is = 3.

Podsumowujac etap badan dotyczacy oceny doktadno-
$ci przetwarzania obrazéw o rozdzielczos$ci 640 X 480 mozna
stwierdzi¢, ze uzyskane wartosci wspolczynnika PSNR dla
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Rys. 4. Wartosci wspétczynnika PSNR dla réznych algorytmow
zwiekszania rozdzielczosci obrazéw termowizyjnych o rozdzielczosci
640 x 480 sieciami EDSR16 (ResNet16), EDSR32 (ResNet32)

i KSAC-ResNet dla réznej skalis =2, 3,4,5,6

Fig. 4. PSNR metric values for different methods of the resolution increasing
of thermal images using EDSR16 (ResNet16), EDSR32 (ResNet32),
KSAC-ResNet and bicubic algorithms for scaless =2, 3,4, 5, 6
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Rys. 6. Zaleznosci liczby operacji MAC w funkcji liczny danych
wejsciowych (liczby punktéw obrazéw wejsciowych) dla sieci EDSR32
oraz KSAC-ResNet i skali powiekszenia s = 2

Fig. 6. Number of MAC operations as a function of the number of input

data (number of points of input images) for the EDSR32 and KSAC-ResNet
networks and the scale s = 2

nowej sieci resztkowej KSAC-ResNet i referencyjnej sieci
EDSR32 sa poréwnywalne (Rys. 5). Na podkreslenie zastu-
guje fakt, ze badania dotyczyly réznych wartosci wspdlezyn-
nika skali s = 2-6.

Finalnym etapem badan byta analiza zlozonosci obliczenio-
wej opracowanego algorytmu dzialania sieci KSAC-ResNet
i poréwnanie jej ze ztozonoscia implementacji referencyjnej
sieci resztkowej EDSR32. Zlozonosé obliczeniowa jest powia-
zana z liczba parametréw sieci neuronowych. Dla sieci glebo-
kiego uczenia, ktore stosuja operacje splotu dwuwymiarowego,
wyznacza sie liczbe operacji mnozenia i sumowania MAC (ang.
Multiply-ACcumulate), ktére realizuje procesor graficzny.
Wyznaczono liczbe operacji MAC w funkcji liczby danych
wejsciowych, tzn. liczby punktéow przetwarzanego obrazu dla
skali s = 2. Wyniki symulacji potwierdzity liniowa zalezno$¢
MAC = f(n) dla obu poréwnywanych sieci glebokiego uczenia.
W rezultacie zlozono$é ta okazala siezlozonoscia typu O(n)
zaréwno dla sieci EDSR, jak i KSAC-ResNet, co przedstawiono
na Rys. 6. Wyniki badan potwierdzily znacznie mniejsza ztozo-
nosé obliczeniowa algorytmu sieci KSAC-ResNet. Choé¢ wynik
ten przeklada sie na szybkosé¢ dziatania sieci podczas realizacji
superrozdzielczo$ci, to wciaz na obecnym poziomie technolo-
gii systeméw komputerowych, jest to wynik uniemozliwiajacy
implementacje sieci glebokiego uczenia w czasie rzeczywistym.

Na Rys. 7 przedstawiono powigkszone obrazy termowizyjne
wzbudnika i mosigznego wsadu wykonane kamera z detektorem
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Rys. 5. Porownanie wynikéw interpolacji bikubicznej i zwigkszania
rozdzielczosci dla sieci KSAC-ResNet, KSAC-ResNet23, EDSR16 oraz
EDSR32 obrazéw termowizyjnych o rozdzielczos$ci 640 x 480 dla skali
s=6

Fig. 5. Comparison of increasing the resolution using different algorithms
for scale s = 6 for ResNet, KSAC-ResNet23, EDSR16, EDSR32 networks
and bicubic interpolation

Rys. 7. Powiekszone obrazy termowizyjne wzbudnika i mosieznego
wsadu o skali 6 do rozdzielczosci 960 x 720, a) interpolacja
bikubiczna, b) EDSR16, c) EDSR32, d) KSAC-ResNet

Fig. 7. Enlarged thermal images of the inductor and brass charge for scale
6 to resolution 960 x 720, a) bicubic interpolation, b) EDSR16, ¢) EDSR32,
d) KSAC-ResNet

o rozdzielczosci 160 X 120 sensoréw podczas grzania i hartowania
indukcyjnego. Po zwigkszeniu rozdzielczodci, rozmiary obrazéw
wynosza 960 x 720. Jakosciowa ocena wynikéw pozwala stwier-
dzi¢, ze algorytmy sieci glebokiego uczenia sa zdecydowanie
lepsze z punktu widzenia odwzorowania szczegétow i krawe-
dzi obrazu.

Wydaje sie, ze mozna zastosowaé proponowany algorytm sieci
KSAC-ResNet w celu zwigkszenia rozdzielczosci dla systeméw
termowizyjnych o bardzo matej rozdzielczosci, np. 32 x 24. Obec-
nie takie systemy sa dostepne na rynku. Przy niewielkiej licz-
bie sensorow w matrycy, mozliwe jest wykonywanie operacji
superrozdzielczoéci w czasie rzeczywistym. Na Rys. 8 przedsta-
wiono wyniki powigkszenia rozdzielczosci przestrzennej obrazéw
32 x 24 dla skali s = 5 do rozmiaru 160 x 120.

4. Wnioski

W pracy przedstawiono nowa architekture sieci resztkowej gle-
bokiego uczenia KSAC-ResNet do realizacji zadania zwiek-
szenia rozdzielczodci obrazéw termowizyjnych. Przedstawiony
material jest czescia rozprawy doktorskiej, w ktérej mozna
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Rys. 8. Powiekszone obrazy o rozdzielczosci 32 x 24 dtoni

i wzbudnika wraz z mosigznym wsadem o skali 5 do rozdzielczosci
160 x 120; a, c) interpolacja bikubiczna; b, d) KSAC-ResNet

Fig. 8. Enlarged 32 x 24 pixel images of a hand and an inductor with

a brass insert for scale 5, to the final resolution 160 x 120 resolution;

a, ¢) bicubic interpolation; b, d) KSAC-ResNet

znalezé wiecej wynikéw symulacji i eksperymentéw [18]. Glow-
nym osiagnieciem przeprowadzonych badan jest opracowanie
algorytmu zwigkszenia rozdzielczosci obrazéw termowizyjnych
o mniejszej ztozonoéci obliczeniowej w poréwnaniu z innymi
znanymi i publikowanymi algorytmami sieci glebokiego ucze-
nia. Na obecnym stanie techniki zaproponowany algorytm moze
by¢ zastosowany w aplikacjach czasu rzeczywistego jedynie dla
systemow termowizyjnych o malej rozdzielczosci, np. 32 x 24.
Uczenie sieci KSAC-ResNet przeprowadzono metoda trans-
fer-learning z zastosowaniem bazy obrazéw wizyjnych o duzej
rozdzielczoéei. Dalszym kierunkiem badan w zakresie zwigksza-
nia rozdzielczo$ci obrazow termowizyjnych moze by¢ poszuki-
wanie prostej architektury sieci splotowej glebokiego uczenia
o mniejszej ztozonosci obliczeniowej. Wydaje sie, ze wspoma-
ganie sprzetowe dzialania sieci glebokiego uczenia moze dopro-
wadzi¢ do zwiekszenia skutecznosci ich dzialtania.
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Piotr Wigcek, Dominik Sankowski

Increasing of Thermal Images Resolution Using Deep Learning
Neural Networks

Abstract: The article presents a new algorithm for increasing the resolution of thermal images. For
this purpose, the residual network was integrated with the Kernel-Sharing Atrous Convolution (KSAC)
image sub-sampling module. A significant reduction in the algorithm’s complexity and shortening

the execution time while maintaining high accuracy were achieved. The neural network has been
implemented in the PyTorch environment. The results of the proposed new method of increasing

the resolution of thermal images with sizes 32 x 24, 160 x 120 and 640 x 480 for scales up to 6 are
presented.

Keywords: residual neural networks, deep learning, super-resolution, thermographic image, PyTorch
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