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Streszczenie: Uczenie przez wzmacnianie ma coraz wigksze znaczenie w sterowaniu robotami,

a symulacja odgrywa w tym procesie kluczowg role. W obszarze bezzatogowych statkéw
powietrznych (BSP, w tym drondw) obserwujemy wzrost liczby publikowanych prac naukowych
zajmujgcych sie tym zagadnieniem i wykorzystujgcych wspomniane podejscie. W artykule omowiono
opracowany system autonomicznego sterowania dronem, ktéry ma za zadanie lecie¢ w zadanym
kierunku (zgodnie z przyjetym uktadem odniesienia) i omija¢ napotykane w lesie drzewa na podstawie
odczytéw z obrotowego sensora LiDAR. Do jego przygotowania wykorzystano algorytm Proximal
Policy Optimization (PPO), stanowigcy przyktad uczenia przez wzmacnianie (ang. reinforcement
learning, RL). Do realizacji tego celu opracowano wtasny symulator w jezyku Python. Przy testach
uzyskanego algorytmu sterowania wykorzystano réwniez srodowisko Gazebo, zintegrowane z Robot
Operating System (ROS). Rozwigzanie zaimplementowano w uktadzie eGPU Nvidia Jetson Nano

i przeprowadzono testy w rzeczywistosci. Podczas nich dron skutecznie zrealizowat postawione
zadania i byt w stanie w powtarzalny sposdb omija¢ drzewa podczas przelotu przez las.

.
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1. Wprowadzenie

Bezzalogowe statki powietrzne BSP (ang. Unmanned Aerial
Vehicle — UAV), zwane réwniez dronami, maja najczesciej
forme samolotow lub wielowirnikowcow. Charakteryzuja sie
szeroka gama potencjalnych zastosowan:

— inspekcja niedostepnych miejsc [1],

— transport drobnych przesytek, na przyklad szybkie dostar-
czanie krwi lub dostawy zaopatrzenia medycznego w trudno
dostepne tereny [2],

— monitorowanie i analiza terenu na podstawie ortofotomapy
utworzonej za pomoca zdje¢ z kamery umieszczonej na dro-
nie [3],

— monitorowanie natezenia ruchu ulicznego w miescie [4].

Wiekszo$¢ z tych przypadkéw co najmniej w pewnym stop-

niu wykorzystuje automatyczny system sterowania. W naj-
prostszym ujeciu polega on na locie kolejno do zadanych
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wczedniej punktow, ktérych wspdlrzedne sg okreslone przez
dlugosé i szeroko$é geograficzna, kat obrotu oraz wysoko$é.
Wykonanie takiej misji wymaga ciagtego dostepu sterownika
lotu do sygnalu GPS (ang. Global Positioning System), ktéry
umozliwia uzyskanie globalnej pozycji pojazdu za pomoca
danych dostarczanych przez satelity orbitujace wokél Ziemi.
Dron moze jednak znajdowaé si¢ w zamknigetych pomiesz-
czeniach, jak jaskinia [5], tunel, magazyn lub hala. Wéwczas
nie ma on dostepu do sygnatu GPS. W takich miejscach
mozna zastosowaé odpowiednie sensory do okreslania potoze-
nia. Umozliwiaja one uzyskanie aktualnej pozycji wzgledem
punktu startowego, ktora jest obliczana na podstawie fuzji
danych z czujnika inercyjnego i wizyjnego.

Obecnie w wielu pracach naukowych rozpatruje si¢ stero-
wanie dronami za pomoca uczenia przez wzmacnianie (ang.
Reinforcement Learning). Takie podejscie polega na szkoleniu
agenta do wykonywania okreslonego zadania. Trening ma na
celu maksymalizacje otrzymywanego zwrotu (ang. return) za
wykonywanie dzialan w $rodowisku (najczesciej symulacyj-
nym). Wyszkolona strategia agenta (ang. policy) moze byé
nastepnie przeniesiona do rzeczywistosci i odpowiada¢ m.in.
za sterowanie predko$ciami drona w osiach X, Y i Z, takze
w warunkach braku sygnalu GPS.

W artykule przedstawiono zastosowanie uczenia przez
wzmacnianie do zadania nawigowania dronem na podstawie
danych zwracanych przez obrotowy czujnik LiDAR. W tym
celu zastosowano algorytm Proximal Policy Optimization
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(PPO). Przypadek testowy stanowil przelot w linii pro-
stej (w zadanym ukladzie odniesienia) przez las, tak aby
nie dochodzilo do kolizji z drzewami. Agenta nauczono za
pomoca specjalnie przygotowanego, prostego symulatora,
a nastepnie zaimplementowano go w uktadzie Jetson Nano
firmy Nvidia i przeprowadzono testy w realnych warunkach.

Efekty przeprowadzonych badan nalezy uznaé za satys-
fakcjonujace. Zaproponowana metoda umozliwia otrzymanie
skutecznego algorytmu sterowania dronem w $rodowisku
leénym, charakteryzujacym sie znacznym nagromadzeniem
przeszkdéd w postaci drzew. Co wiecej, jest ona relatywnie
tania i przystepna, gdyz nie wymaga stosowania skompli-
kowanych srodowisk symulacyjnych ani zaawansowanych
algorytméw fuzji danych z réznych czujnikéw.

W rozdziale 2 przedstawiono przeglad literatury nauko-
wej zwiazanej z poruszang tematyka. Szczegblna uwage
zwrocono na prace, w ktorych wykorzystano uczenie przez
wzmacnianie. W rozdziale 3 omoéwiono zaproponowana
metode sterowania dronem. Zawarto w nim opis uzytego
srodowiska symulacyjnego, szczegdly opracowanych agentdw
oraz specyfikacje systemu sprzetowego, ktéry wykorzystano
do testow w rzeczywistosci. Rozdzial 4 prezentuje rezultaty
uzyskane za pomoca zaproponowanej metody sterowania.
Opisano w nim zaréwno wyniki uczenia podczas symulacji,
jak i efekty przeniesienia systemu do rzeczywistosci. Ostatni
rozdzial 5 podsumowuje calo$¢ artykutu i wskazuje kierunki
dalszego rozwoju.

2. Powigzane prace

Wykorzystanie uczenia przez wzmacnianie do zadania stero-
wania réznymi robotami stanowi obecnie bardzo popularne
podejscie. Jest to odzwierciedlone relatywnie duza liczba
nowych prac naukowych dotyczacych tego zagadnienia.

W artykule [6] przedstawiono poréwnanie wynikéw
poszczegdlnych algorytmoéw uczenia przez wzmacnianie
w roznych srodowiskach. Zostaly one podzielone na takie,
w ktérych wystepowalo sterowanie dyskretne (wektor akcji
moze przyjmowaé tylko okreslone wartosci) i ciagle (warto-
Sci wektora akeji moga by¢ dowolne). W obu przypadkach
algorytm PPO osiagal bardzo dobre wyniki, ustepujac tylko
metodzie SAC (ang. Soft Actor Critic) w $rodowiskach cia-
glych, gdzie wymagal dluzszego czasu szkolenia w celu osia-
gniecia dobrych rezultatéw.

W artykule [7] opisano zastosowanie uczenia przez
wzmacnianie do zadania bezpiecznej zmiany pasa przez
samochéd w sytuacji ruchu wielu pojazdéw na drodze.
W tym celu przygotowano symulacje w narzedziu Unity
oraz wyszkolono algorytmy PPO i SAC. Skuteczno$é obu
algorytmow wynosita ponad 90 %, ale czas szkolenia pierw-
szego z nich byl znacznie krotszy.

Uczenie przez wzmacnianie znajduje réwniez coraz szer-
sze zastosowanie w dziedzinie drondéw, co opisano w artykule
przegladowym [8]. Autorzy wykazuja wzrost zaintereso-
wania wykorzystaniem tych algorytmoéw do sterowania
predkoscia i wysoko$cia lotu wielowirnikowcéw. Zwracaja
réwniez uwage na problemy zwiazane z przenoszeniem
takich systemow z $rodowiska symulacyjnego do warun-
kéw rzeczywistych. Sa nimi — miedzy innymi — ograniczenia
sprzetowe oraz réznice miedzy tymi dwoma $rodowiskami
(ang. sim-to-real).

Artykul [9] przedstawia przygotowanie systemu, ktérego
misja polegala na wyladowaniu dronem na ruchomej plat-
formie. Zadanie to zostalo wykonane dzieki uzyciu agenta
RL, dla ktérego obserwacjami byty aktualne stany pojazdu.
Po przeprowadzeniu procesu szkolenia w srodowisku symu-
lacyjnym, algorytm zostal uruchomiony na stacji naziemnej,
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a sygnaly sterujace byly przesylane przez sie¢ Wi-Fi. Sku-
tecznos¢ dziatania zostala potwierdzona zaréwno w $rodo-
wisku symulacyjnym, jak i w rzeczywistosci.

Kolejnym przykladem wykorzystania uczenia przez
wzmacnianie do sterowania dronami jest praca przedsta-
wiona w artykule [10], w ktérym autorzy zaprezentowali
spos6b wyznaczania trajektorii przelotu drona przez bramki
w zmieniajacym sie srodowisku. Zadanie to zostato wyko-
nane przez wyszkolenie agenta za pomoca algorytmu PPO
w $rodowisku symulatora Fligthmare. Opracowana strate-
gia byla nastepnie testowana w trakcie tysiaca przelotéw,
a ostateczny wspoélczynnik nieudanych prob dla najlepszej
sieci wynosil 0,6 %. Jedna z wygenerowanych trajektorii
zostata rowniez uruchomiona na rzeczywistym dronie, jed-
nak w trakcie przelotu wystapily duze bledy w sledzeniu
pozycji.

Przedstawiona analiza pokazata, ze algorytm PPO cha-
rakteryzuje sie dobrymi wynikami oraz akceptowalnym cza-
sem uczenia. Dlatego tez zdecydowano si¢ go wykorzystaé
w prowadzonych badaniach.

3. Zaproponowana metoda

Niniejsza praca koncentruje si¢ na wykorzystaniu uczenia
przez wzmacnianie do sterowania dronem. Rozpatrzony
problem dotyczy przelotu przez nieznane srodowisko prze-
strzenne, jakim jest las. Zaproponowana metode mozna
podzieli¢ na trzy etapy:

1. Przygotowanie $rodowiska symulacyjnego

2. Opracowanie agentow realizujacych zadanie

3. Implementacja algorytmu sterowania w systemie

sprzetowym.

Szczegoly realizacji kazdego z etapéw przedstawiono
w dalszej czesci rozdzialu. Zalozono przy tym, ze system
drona majacego omijaé¢ drzewa w lesie bedzie otrzymywal
informacje o otoczeniu za pomoca sensora RPLIDAR A2
[11]. Jest to urzadzenie, ktére wykorzystuje czujnik laserowy
zamontowany na obrotowej podstawie do mierzenia odle-
glosci. Wynikiem jego dzialania jest konturowy skan srodo-
wiska, sktadajacy si¢ z odlegtosci do najblizszych obiektéw
dla okreslonych katéw obrotu. Jego zasieg wynosi 16 m, zas
rozdzielczosé katowa 0,225°.

3.1. Srodowisko symulacyjne

W celu jak najlepszego wyszkolenia agentéw, zdecydowano
sie na wykorzystanie dwéch symulatoréw. Pierwszy z nich,
przygotowany od podstaw w jezyku Python, mial na celu
wsparcie procesu uczenia. Drugi symulator zostal uzyty do
wprowadzenia korekt algorytmu, niezbednych przy prze-
niesieniu systemu do ukladu sprzetowego. Tutaj zastosowano
gotowe $rodowisko Gazebo Simulator.

Implementacje pierwszego symulatora rozpoczeto od stwo-
rzenia klasy drona jako obiektu poruszajacego si¢ ruchem
zmiennym. Metoda obliczenia przyspieszenia zostala przed-
stawiona we wzorze (1), a jego warto$é ograniczono do
zakresu [—maz__acce, maz__acc]. Aktualna predkos$é i pozycja
drona sa obliczane odpowiednio ze wzoréw (2) i (3) (analo-
gicznie dla kazdej osi prostokatnego ukladu wspoélrzednych).

Ur(fq _UU
= M)
v=uv,+a-dl (2)
a-dt*

()

=z +v-di+
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gdzie: a — przyspieszenie [m/s? ], L predko$é zadana
[m/s], v, — predkos¢ z poprzedniego kroku symulacji [m/s],
dt — czas kroku symulacji [s], v — predko$é¢ aktualna [m/s],
z — pozycja aktualna [m], z, — pozycja z poprzedniego kroku
symulacji [m].

Wspélczynniki w réwnaniach (2) i (3) dobrano tak, aby
przy takim samym wymuszeniu zmiana pozycji i predkosci
w opracowanym symulatorze drona byta jak najbardziej
zblizona do wartosci otrzymanych z Gazebo. Przyklad uzy-
skanych w ten sposéb rezultatéw na wykresie dla osi Y
przedstawiono na rysunkach la i 1b. Pomimo zauwazalnych
réznic, uzyskana dokladnosé okazala sie wystarczajaca do
dalszych eksperymentow.

Istotng funkcjonalnosé opracowanego symulatora sta-
nowi mozliwo$¢ generowania wirtualnego lasu. Na rysunku 2
przedstawiono losowa mape z naniesiong siatka o boku dtu-
gosci 16 m. Do kazdej z komérek zostaly przypisane znajdu-
jace sie w niej drzewa. Ich atrybuty stanowiag wspolrzedne
polozenia srodka oraz promien konara. Podzial na odrebne
sektory zastosowano, aby w trakcie szukania drzew znajdu-
jacych sie w zasiegu lasera, uwzgledni¢ tylko te nalezace do
aktualnej komdrki drona (kolor czarny) oraz komoérek sasia-
dujacych (kolor niebieski). Pozostala czesé siatki w kolorze
czerwonym nie jest uwzgledniana w danym kroku obliczen,
co pozwala na ich przyspieszenie.

Uruchomienie symulacji rozpoczyna sie od inicjaliza-
cji zmiennych i stworzenia obiektu drona z zerowymi war-
tosciami pozycji i predkosci. Nastepnie w kazdej komoérce
siatki losowo generowane sa drzewa, z uwzglednieniem naste-
pujacych parametréow:

— trees per grid - okrela liczbe drzew, ktére moga
sie znajdowaé w jednej komorce siatki (wartos$é¢ z prze-
dzialu 30-60, losowana po kazdej iteracji);

— tree radius range — okre$la zakres promieni
drzew w metrach;

— trees min distance — okredla minimalng odlegloé¢
miedzy generowanymi drzewami.

Wartosci wspétczynnikéw dobrano tak, aby symulacja
przypominala jak najbardziej rzeczywisty las. Jesli oprogra-
mowanie nie potrafilo znalezé nowej lokalizacji dla kolejnej
przeszkody przez 1000 préb, petla byla przerywana, przez
co w aktualnej siatce znajdowalo si¢ mniej drzew.

Przygotowano réwniez symulacje urzadzenia RPLIDAR.
Otrzymywane w jej ramach pomiary uzyskano przez znale-

a) —— Gazebo

—— Wiasny symulator
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Rys. 1. Poréwnanie wartosci uzyskanych w opracowanym symulatorze (kolor pomaranczowy) oraz w srodowisku Gazebo:

a) pozycja, b) predkos¢ wzdtuz osi Y

Fig. 1. Comparison of the values between our simulator (orange) and Gazebo environment: a) position, b) velocity along the axis Y

Pawet Miera, Hubert Szolc, Tomasz Kryjak

Rys. 2. Mapa symulacji lasu z naniesiong siatka podziatu na sektory

Fig. 2. Map of the forest simulation with the grid plotted

Rys. 3. Okno symulacji

Fig. 3. Display window of the prepared simulation

b)
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o 4

2
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zienie punktéw wspoélnych rownania prostej i okregu. W tym
celu wykorzystano fakt przechodzenia prostej przez punkt
PO, ktérego wspolrzedne byly réwne (co do wartoscei) roz-
nicy pomiedzy pozycja drona i srodka drzewa. Opracowana
implementacja wspomnianych rownan w jezyku Python
odrzuca réowniez niechciane rozwigzania wynikajace z prze-
ciecia okregu w dwoch punktach oraz tej samej wartosci
tangensa dla katow przesunietych o wielokrotnosé m.

Koncowy wyglad okna symulacji przedstawiono na
rysunku 3. Przygotowany symulator zostal wykorzystany
do wyszkolenia agentéw RL (podrozdzial 3.2). Jego kod Zré-
dlowy zostal takze udostepniony w repozytorium Github!.

Podczas przenoszenia algorytméw na platforme sprzetowa
wykorzystano réwniez $rodowisko Gazebo. Sterowanie dro-
nem odbywa si¢ w nim poprzez komunikacje z trybem SITL
(ang. software-in-the-loop) oprogramowania PX4. Dzieki
temu kod przygotowany w symulacji moze dziala¢ bez zmian
na rzeczywistym dronie. Calo$¢ jest rowniez zintegrowana
z systemem ROS (ang. Robot Operating System), co ulatwia
komunikacje miedzy wszystkimi zastosowanymi sensorami.

W celu wykorzystania symulatora Gazebo, przygotowano
specjalna mape (rys. 4). Drzewa sa na niej generowane
jako wysokie walce o réznych promieniach. W przypadku
drona i czujnika RPLIDAR, wykorzystano gotowe modele,
dostepne wraz z oprogramowaniem PX4. W domyslnym
pliku konfiguracyjnym zmieniono jednak niektére parametry,
takie jak rozdzielczos$é, czestotliwosé probkowania, wysokosé
wzgledem podstawy oraz zasieg lasera.

[LL L IER AN 1LY

Rys. 4. Przygotowana mapa do symulacji drona z sensorem RPLIDAR
w srodowisku Gazebo

Fig. 4. A map prepared to simulate a drone with the RPLIDAR sensor in
the Gazebo environment

3.2. Opracowany agent RL
Do sterowania dronem wykorzystano algorytmy uczenia
przez wzmacnianie. Ogdlna zasada dzialania takiego pode-
jécia polega na tym, ze agent wykonuje pewna akcje w sro-
dowisku na podstawie otrzymywanych obserwacji i wartosci
nagrody. Réwnoczes$nie zmienia w ten sposéb stan $rodow-
iska, co wplywa na jego kolejne decyzje. Agent podejmuje
decyzje stosujac opracowang strategie, czyli funkcje, ktéra
na podstawie obserwacji zwraca okreslona akcje. Jest ona
zazwyczaj implementowana jako sie¢ neuronowa, ktorej
parametry sa zmieniane w trakcie szkolenia. Architektura
sieci moze sktadaé sie z kilku warstw w pelni polaczon-
ych, jednak w niektérych srodowiskach zastosowanie maja
réwniez warstwy rekurencyjne (sa wyposazone w pamieé,
przez co wczedniejsze obliczenia maja wplyw na aktualny
wynik). Jezeli obserwacja ma postaé¢ obrazu, model sieci
neuronowej moze zawiera¢ w sobie rowniez warstwy konwo-
lucyjne oraz podprébkujace (ang. pooling).

Najprostszym algorytmem uczenia przez wzmacnianie
jest Q-learning. Wybdr kolejnych realizowanych akcji odbywa

1 https://github.com/vision-agh/python_drone_game_ laser_scan
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sie za pomoca tak zwanej ,tablicy Q" (ang. Q-Table).
Zawiera ona zwrot (zdyskontowana suma nagréd), ktéry
zostanie potencjalnie otrzymany po wykonaniu danej akcji
w konkretnym stanie i podejmowaniu dalszych decyzji, zgod-
nie z wykorzystywana strategia. Jest to tzw. funkcja war-
tosci akeji (ang. action-value function). Warto$ci komérek
tablicy Q sa aktualizowane iteracyjnie za pomoca réwna-
nia Bellmana [12]. Q-learning oddzialuje na $rodowisko za
pomocy innej strategii niz ta, ktora jest przez niego opty-
malizowana. Pewna modyfikacje tego podejscia stanowi
algorytm SARSA (ang. State-Action-Reward-State-Action).
Tutaj jedna i ta sama strategia jest zaréwno aktualizowana,
jak 1 wykorzystywana do wykonywania akcji. Na podstawie
oméwionych podejsé powstaly popularne algorytmy uczenia
przez wzmacnianie:

— Deep Q Network (DQN),

— Proximal Policy Optimization (PPO),

— Soft Actor Critic (SAC),

— Trust Region Policy Optimization (TPRO),

— Advantage Actor Critic (A2C).

Na podstawie przedstawionego przegladu literatury,
w pracy zdecydowano sie wykorzysta¢ algorytm PPO. Na
poczatku zatozono, ze celem drona jest przelecenie 30 m
przez las wzdluz osi X (w zadanym ukladzie odniesienia),
bez kolizji z przeszkodami. Jedynymi informacjami, ktére
otrzymywal agent PPO, byly odczyty z obrotowego sensora
LiDAR. Obserwacje nie zawieraly zadnych danych o aktu-
alnej predkosci ani pozycji drona. Byly one przetwarzane
przez obowiazujaca agenta strategie, ktéra zaimplemento-
wano jako sie¢ neuronowa. W celu dopasowania obserwacji
do przyjmowanego przez nia zakresu liczb < —1; 1 >, prze-
prowadzono normalizacje zgodnie ze wzorem (4):

r=(7’—h2)/h2 (4)

gdzie: r— odleglodci otrzymane z obrotowego sensora LIDAR [m],
h, — polowa maksymalnego zasiegu lasera [m].

Opracowano réwniez funkcje nagrody, ktora stanowita
sume nastepujacych sktadnikéw:

— kary za zblizenie si¢ do drzewa na odleglo$¢ mniejsza niz
0,15 m — wartosé: —0,25;

— kary za zderzenie sie z drzewem — warto$é: —1,5;

— kary za oddalanie si¢ od linii $rodkowej Srodowiska
(wzgledem osi Y), ktérej wartos¢ wynosita —0,1 - lip Il,
gdzie p to wspolrzedna Y drona;

— nagrody za duza predkoéé¢ w osi X (v ), obliczana jako
0,8 - v — jesli dron lecial w zlym kierunku, jej wartosc
byla mnozona przez —3.

Wielowarstwowy perceptron MLP (ang. multilayer percep-
tron) zostal wykorzystany zaréwno do realizacji algorytmu
strategii, jak i obliczania funkcji wartosci. W obu przypad-
kach sktadal sie on z dwéch warstw ukrytych z aktywacja
ReLU (ang. rectified linear unit). Ich wymiary wynosily
odpowiednio 128 neuronéw dla strategii oraz 256 neuronéw
dla funkcji wartoéci.

Szkolenie agenta PPO odbywalo si¢ przez uruchomienie
skryptu napisanego w jezyku Python. Za jego pomoca naj-
pierw inicjalizowany byl przygotowany symulator (opisany
w podrozdziale 3.1) oraz model agenta RL, a nastepnie uru-
chamiany trening dla zadanej liczby epizodéw.

3.3. System sprzetowy

Po przeprowadzeniu procesu uczenia, gotowego agenta RL
zaimplementowano w uktadzie sprzetowym Jetson Nano,
ktory pelnil role komputera poktadowego. Komunikowal on
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Rys. 5. Komponenty sprzetowe zastosowane do sterowania dronem
Fig. 5. The hardware components used to control the drone

sie z kontrolerem lotu Black Cube, na ktérym uruchomi-
ono oprogramowanie PX4. Wymiana danych miedzy tymi
urzadzeniami odbywala si¢ za pomoca portu szeregowego
z uzyciem konwertera USB-UART. Wykorzystano ponadto
wspominany juz RPLIDAR A2, a takze kamere Intel Real-
sense T265. Ostatnie z wymienionych urzadzei mialo przy
tym dostarczaé¢ informacje o aktualnej lokalizacji pojazdu
wymagang przez kontroler lotu Black Cube. Wszystkie kom-
ponenty komunikujace si¢ z komputerem poktadowym zos-
taly przedstawione na rysunku 5.

Podczas implementacji algorytméw sterowania wykorzy-
stano systemy operacyjne Ubuntu 18.04 oraz ROS Noetic
(ktéry uruchomiono w specjalnie przygotowanym kontenerze
Docker). Dzieki temu zapewniono wysoki stopiefi podobien-
stwa Srodowiska programistycznego na docelowej platformie
sprzetowej wzgledem zastosowanego symulatora Gazebo.
Przyczynilo sie to do ulatwienia calego procesu migracji.

4. Uzyskane wyniki

Zaproponowana metoda uczenia przez wzmacnianie do zada-
nia sterowania dronem implikuje dwustopniowy proces wery-
fikacji. W pierwszej kolejnoéci test jest realizowany na etapie
symulacji, w trakcie uczenia agenta. Nastepnie opracowany
system jest weryfikowany w rzeczywistym $rodowisku opera-
cyjnym. Rezultaty obu etapdéw przedstawiono ponizej.

4.1. Proces szkolenia agenta
Podczas realizacji procesu szkolenia wykorzystano imple-
mentacje algorytmu PPO w bibliotece stable_baselines3 [13].
Obliczenia prowadzono na komputerach klasy PC, z ktérych
kazdy wyposazony byl w uklad GPU Nvidia GeForce RTX
3060. Szkoleni agenci RL podlegali ewaluacji polegajacej
na wykonaniu 100 misji przelotu przez las wygenerow-
any za pomocy przygotowanego symulatora. Za kazdym
razem rozmieszczenie oraz wielkosé drzew byly losowane
od nowa, aby sprawdzi¢ algorytm sterowania na mozliwie
duzej liczbie przypadkéw. Lot uznawano za udany, gdy dron
przebyt zakladana odlegltosé 30 m, unikajac po drodze kolizji
z innymi obiektami. Najwyzsza uzyskana skutecznosé (zgod-
nie z przedstawionym kryterium) wyniosta 91 %.
Nastepnie przeprowadzono analogiczne eksperymenty przy
wykorzystaniu symulatora Gazebo. Tutaj badano przede
wszystkim, czy agent zachowuje si¢ poprawnie w Srodowisku
programowym zblizonym do docelowego. Ze wzgledu na sta-
tyczny charakter mapy ograniczono sie do wykonania pieciu

Pawet Miera, Hubert Szolc, Tomasz Kryjak

Rys. 6. Konfiguracja startowa drona wykorzystanego do realizacji
eksperymentéw w rzeczywistosci
Fig. 6. Drone’s launch configuration for the real world test scenarios

przelotow testowych. Wyniki eksperymentéw potwierdzity
poprawnos¢ przeprowadzonej implementacji — agent w spo-
s6b powtarzalny unikal kolizji z drzewami.

4.2. Loty w rzeczywistosci

Do realizacji lotéw w rzeczywistych warunkach wyko-
rzystano czterowirnikowiec z rama wykonana z drewna. Cala
konstrukcja charakteryzowala sie wzglednie duza masa, co
skutkowato niskim stosunkiem ciaggu do masy oraz kréotkimi
czasami lotéw. Dron w konfiguracji startowej zostal przed-
stawiony na rysunku 6.

Loty testowe przeprowadzono w lesie, w miejscu jak naj-
bardziej podobnym do warunkéw zalozonych w symulacji.
Dron na swojej trasie mogt gtéwnie napotka¢ drzewa z mala
liczba niskich galezi, a $redniej wysokosci krzewiny nie
wystepowaly zbyt czesto. Misje przeprowadzono z réznych
punktow startowych w ten sposdb, aby pojazd zawsze byt
kierowany w podobny obszar lasu. Celem misji bylo poko-
nanie zakladanej odleglo$ci wzdluz osi X (w zadanym ukla-
dzie odniesienia) bez uderzenia w zadne drzewo. Wszystkie
testy dodatkowo nadzorowano za pomocg kontrolera radio-
wego, co umozliwialo manualne przejecie kontroli w sytu-
acji awaryjnej.

Tab. 1. Wyniki lotow testowych zrealizowanych w rzeczywistosci
Tab. 1. Results of the real-world test scenarios

Wszystkie przeloty 25 100 %

Bez uderzenia w drzewo 13 52 %
Kontynuowane po uderzeniu w drzewo 7 28 %
Zakoniczone po uderzeniu w drzewo 5 20 %

Lacznie zrealizowano 25 przelotéw testowych. Ich wyniki
przedstawiono w tabeli 1. Zdecydowana wiekszo$¢ przelotéw
(80 %) zakoniczyla sie sukcesem. Dron z powodzeniem prze-
lecial zadany dystans przez las, unikajac po drodze wiek-
szosci napotykanych drzew. Nalezy podkresli¢, ze w zadnym
przypadku konstrukcja drona nie ulegta uszkodzeniu.

Sama skutecznosé przelotow jest jednak zauwazalnie niz-
sza niz uzyskana w symulatorze. Stanowi to przyklad pro-
blemu okreslanego w literaturze jako sim-to-real gap. Nalezy
pamietaé, ze podczas symulacji wykorzystano proste figury
geometryczne o regularnym ksztalcie, ktére mozna uznaé za
uproszczony model drzewa. Mimo to agent RL byl w stanie
na tej podstawie zbudowaé¢ wystarczajaco generyczny obraz
srodowiska, ktory umozliwil wielokrotne skuteczne przeloty
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Rys. 7. Klatka z filmu przedstawiajgcego jeden z przelotow testowych
Fig. 7. A frame from the video showing one of the real-world test flights

przez las. W tym Swietle uzyskany rezultat nalezy uznaé za
satysfakcjonujacy na obecnym etapie badan.

Na rysunku 7 przedstawiono zdjecie z jednego z przepro-
wadzonych rzeczywistych przelotéw. Film przedstawiajacy
podsumowanie dzialania systemu mozna natomiast zobaczy¢
w serwisie YouTube?.

5. Podsumowanie

W artykule przedstawiono zastosowanie algorytméw ucze-
nia przez wzmacnianie w celu realizacji systemu sterowania
dronem, ktéry mial za zadanie autonomicznie lecie¢ w okre-
$lonym kierunku i omijaé¢ napotykane przeszkody (drzewa)
na podstawie odczytéw z obrotowego sensora LiDAR. Pod-
czas szkoleniu agenta RL wykorzystano algorytm PPO.
W tym celu opracowano autorski symulator, napisany
w jezyku Python, ktéry w uproszczony sposéb odwzorowy-
wal Srodowisko le$ne. Umozliwial on generowanie losowych
map, sktadajacych si¢ z dowolnie rozmieszczonych drzew
o odmiennych Srednicach konaréw. Strategie agenta oraz
funkcje wartosci zaimplementowano jako wielowarstwowe
perceptrony. Opracowana funkcja nagrody umozliwita ich
pomyslne wyszkolenie, dzigki czemu agent uzyskal najlepsza
skutecznos$é przelotu na poziomie 91 %.

Przy przenoszeniu systemu na rzeczywista platforme
sprzetowa wykorzystano $rodowisko Gazebo. Przygoto-
wano w nim imitacje drzew w postaci wysokich walcow
o réznych promieniach. Nauczony agent zostal uruchomiony
w tak opracowanym Srodowisku i byl w stanie wykony-
waé skuteczne przeloty w sposéb powtarzalny. Opracowany
algorytm sterowania zaimplementowano w ukladzie Nvi-
dia Jetson Nano i przeprowadzono testy na rzeczywistym
dronie. W zdecydowanej wigkszoéci préb pojazd skutecznie
przelecial przez las, niejednokrotnie unikajac jakiegokolwiek
uderzenia w drzewo.

Prezentowane rezultaty stanowia jedynie pewien etap
prac zwiazanych z wykorzystaniem algorytmoéw uczenia
przez wzmacnianie do sterowania dronami. Tym niemniej
sa one obiecujace i uzasadniaja kontynuacje obranego kie-
runku badan. Dalszy rozwdj tego podejécia zaktada przede
wszystkim wykorzystanie bardziej zaawansowanych graficz-
nie symulacji 3D. Ponadto planowane jest réwniez zastoso-
wanie sensoréow innego typu, w szczegélnosci kamer RGB lub
glebi, a takze czujnikéw zdarzeniowych (neuromorficznych).
Wsrod potencjalnych usprawnien nalezy takze wskazaé¢ moz-
liwo$é wprowadzenia algorytméw ,,douczania” agenta juz
w trakcie realizacji misji w rzeczywistosci oraz implemen-
tacje calego systemu na innych platformach sprzetowych

2 https://www.youtube.com/watch?v=|qosupMgu7g
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(np. heterogenicznych ukladach SoC FPGA) w celu przy-
spieszenia obliczen i zmniejszenia zuzycia energii.
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Pawet Miera, Hubert Szolc, Tomasz Kryjak

Control of an Autonomous Unmanned Aerial Vehicle Using
Reinforcement Learning

Abstract: Reinforcement learning is of increasing importance in the field of robot control and
simulation plays a key role in this process. In the unmanned aerial vehicles (UAVs, drones),

there is also an increase in the number of published scientific papers involving this approach.

In this work, an autonomous drone control system was prepared to fly forward (according to its
coordinates system) and pass the trees encountered in the forest based on the data from a rotating
LiDAR sensor. The Proximal Policy Optimization (PPO) algorithm, an example of reinforcement
learning (RL), was used to prepare it. A custom simulator in the Python language was developed
for this purpose. The Gazebo environment, integrated with the Robot Operating System (ROS),
was also used to test the resulting control algorithm. Finally, the prepared solution was
implemented in the Nvidia Jetson Nano eGPU and verified in the real tests scenarios. During
them, the drone successfully completed the set task and was able to repeatable avoid trees and fly
through the forest.

Keywords: reinforcement learning, RL, drones, automatic control, ROS, Gazebo
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