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1.	 Wprowadzenie. Problemy cząstkowe 
w literaturze problemu

W pracy [1] przedstawiono wybrane symulatory ruchu drogo-
wego oraz zarysowano problemy związane z ich wykorzysta-
niem w praktyce. W pracach [2–6] przedstawiono w aplikacjach 
praktycznych aspekty wykorzystania danych GIS do genero-
wania świata wirtualnego, nie tylko na potrzeby symulatorów. 
W pracach [4, 7] przedstawiono modele cyfrowe bazujące na 
GIS wraz z przepływami pracy nad tymi modelami. W arty-
kule [8] zaproponowano algorytm automatycznego generowa-
nia świata 3D na podstawie danych GIS. W pracach [5,  9] 
źródłem danych do trójwymiarowego modelu jest również 
OSM (ang. OpenStreetMap). Autorzy prac [10–12] sięgają 
po dane z OSM w celu generowania ścieżek ruchu autono-
micznego. System przeszukiwania i korekty połączeń w wyge-
nerowanych na podstawie OSM ścieżkach jest przedmiotem 
pracy [12]. Prezentacja danych zawartych w systemach GIS 
jest przedmiotem prac [13–16]. Z perspektywy wizualizacji są 
to duże lub bardzo duże zbiory danych i wymagają stosowa-
nia narzędzi znanych na co dzień z gier komputerowych [7]. 
Problem badawczy stanowiący przedmiot niniejszego artykułu 
to opracowane w ramach projektu narzędzia do wykrywania, 
klasyfikacji i umieszczania obiektów infrastruktury kolejowej 
z nagrania wideo w wirtualnym świecie 3D. Algorytm detekcji 
infrastruktury kolejowej został omówiony m.in. w pracy [17].  
Praca przedstawia implementację hybrydowego algorytmu 
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detekcji oraz rozpoznawania semaforów kolejowych na trasie 
przejazdu pociągu. W ramach badań przeprowadzono testy 
symulacyjne, w których szukano optymalnego rozwiązania dla 
zadania detekcji i klasyfikacji obiektów infrastruktury kolejo-
wej. Wynikiem badań jest hybrydowy algorytm, który wyko-
rzystuje konwolucyjną sieć neuronową YOLO do wykrywania 
semaforów na obrazach oraz klasyczne metody przetwarzania 
obrazu do klasyfikacji sygnalizacji na wykrytym semaforze. 
Problematykę oraz rozwiązania w zakresie detekcji obiektów 
infrastruktury kolejowej przedstawiono również w [18–20].

W kolejnej części zarysowano problemy, z jakimi należy się 
zmierzyć podejmując wyzwanie opracowania przepływu pracy 
oraz narzędzia informatycznego, wspierającego generację obiek-
tów infrastruktury kolejowej na potrzeby symulatora.

2. 	Problemy tworzenia świata 3D 
o wysokim poziomie szczegółowości

Tworząc cyfrowe mapy na potrzeby symulatora kolejowego 
należy zwrócić uwagę na kilka kluczowych zagadnień. Dostępne 
rozwiązania zapewniające detekcję i klasyfikację obiektów nie 
osadzają obiektów w świecie wirtualnym – rozwiązują tylko pro-
blem detekcji i klasyfikacji [17–19]. Błędy oraz niedokładności 
w ogólnie dostępnych danych (np. OpenStreetMap) to kolejne 
wyzwanie podczas tworzenia map na potrzeby symulatorów 
[4, 12]. Rozwiązania przeznaczone do generowania wirtualnych 
światów 3D pozwalają na automatyczne generowanie świata 
na podstawie danych zewnętrznych (np. OpenStreetMap), 
jednakże generacja ma często charakter generyczny lub uprosz-
czony, w związku z czym tak wygenerowane dane nie mogą 
zostać użyte jako reprezentacja wirtualnego świata dla symu-
latorów [6].

Modelowanie wirtualnego świata 3D na potrzeby symulato-
rów kolejowych jest bardzo czasochłonnym procesem. W pracy 
[10] w celu zwiększenia efektywności generowania świata 3D 
ograniczono jego szczegóły. Z tego powodu nie jest możliwe 
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wykorzystanie takiego rozwiązania do zastosowań symulato-
rów, które z reguły wymagają wysokiego poziomu immersyjno-
ści. Oprogramowanie, które jest dedykowane dla generowania 
świata 3D o wysokim stopniu odwzorowania ma zwykle pro-
blemy z generacją charakterystycznych budynków, które swoim 
kształtem odbiegają od standardowej zabudowy. Dodatkowo, 
eksportowane dane są zapisywane w formie warstw tylko 
do odczytu. Warstwy takie mogą być przetwarzane jedynie 
w dedykowanym oprogramowaniu [14], co znacznie utrudnia 
proces korekcji charakterystycznych budynków w modelowa-
nym świecie.

3. Tworzenie wirtualnego świata 3D 
na potrzeby symulacji

Tworzenie wirtualnego świata 3D na potrzeby symulatora 
to złożony i czasochłonny proces, który składa się z wielu 
etapów. W artykule skupiono się przede wszystkim na pro-
blematyce tworzenia wirtualnego świata 3D dla symulatorów 
kolejowych. Proces tworzenia map dla symulatora rozpo-
czyna się od gromadzenia danych na temat modelowanej linii 
kolejowej. W tym celu przygotowywane są nagrania z kamery 
umieszczonej w kabinie maszynisty, która jest skierowana na 
przednią szybę pociągu. Kamera rejestruje przejazd pociągu 
na danej linii kolejowej z perspektywy maszynisty. Następnie 
w analogiczny sposób realizowany jest przejazd w przeciw-
nym kierunku. Zebrane nagrania stanowią podstawowe źró-
dło danych dla projektantów wirtualnego świata 3D.

W związku z tym, że kamera rejestruje obraz z perspek-
tywy maszynisty, to na podstawie nagrania, projektant jest 
w stanie stwierdzić, które elementy infrastruktury kolejo-
wej oraz otoczenia są istotne oraz w jakim stopniu należy 
je odwzorować (osoba korzystająca z symulatora musi mieć 
zapewnione takie same pole widzenia, jak maszynista w rze-
czywistym pojeździe). Kolejnym etapem jest przygotowa-
nie geograficznych danych referencyjnych, na podstawie 
których projektant będzie modelował przebieg linii kolejo-
wej. W tym celu wykorzystywane są dane OpenStreetMap. 
Kolejnym etapem jest tworzenie wirtualnego świata 3D przy 
pomocy graficznego edytora. Projektant wykorzystuje dane 
z nagrania oraz dane geograficzne do modelowania świata 3D 
w edytorze map. Stworzona mapa jest następnie weryfiko-
wana w środowisku testowym pod kątem zgodności z mate-
riałem wideo. W przypadku błędów lub nieprawidłowości, 
mapa jest modyfikowana i ponownie testowana. Ostatnim 
etapem jest eksport mapy do formatu akceptowanego przez 
symulator kolejowy oraz integracja stworzonej mapy z sys-
temem symulacji.

W całym procesie, najbardziej czasochłonnym etapem jest 
etap modelowania świata 3D. Wynika to głównie z powodu, 
że jest to proces manualny, który dodatkowo wymaga cią-
głej weryfikacji modelowanego obszaru z danymi wideo oraz 
danymi geograficznymi. Na szybkość wykonywania świata 
3D wpływa również jakość nagrania, ponieważ to ono jest 
głównym źródłem danych dla projektanta. Ogólnodostępne 
dane geograficzne nie zawierają informacji o rozmieszczeniu 
znaków kolejowych, czy semaforów. 

W ramach realizacji projektu edytora stworzono moduł 
sprzętowo-programowy do automatycznego wykrywania, 
klasyfikacji oraz umieszczania w odpowiednim systemie 
referencyjnym koordynatów (CRS) elementów infrastruk-
tury kolejowej. Przy pomocy konwolucyjnej sieci neurono-
wej, na podstawie danych wideo dokonywana jest detekcja 
i klasyfikacja elementów infrastruktury kolejowej. Każdy 
wykryty obiekt jest klasyfikowany a następnie śledzony, do 
czasu, gdy dany obiekt zniknie z pola widzenia (znajdzie 
się poza obszarem rejestrowanym prze kamerę), lub upły-

nie pewna ilość klatek w których obiekt nie był już wykry-
wany przez sieć neuronową. Dane o detekcjach są zestawione 
z danymi GPS we wspólnej bazie czasowej. Dzięki takiemu 
rozwiązaniu możliwe jest umieszczenie wykrytego obiektu 

Rys. 1. Diagram przepływu dla algorytmu detekcji i śledzenia 
pojedynczego obiektu zarejestrowanego przez konwolucyjną sieć 
neuronową
Fig. 1. Flowchart of the algorithm for detecting and tracking a single object 
detected by a convolutional neural network
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w odpowiednim miejscu 
w wirtualnym świecie. Takie 
rozwiązanie pozwala na auto-
matyzację procesu wykrywa-
nia znaków infrastruktury 
kolejowej przez projektanta. 
W stworzonym oprogramo-
waniu Hermes [21] użytkow-
nik ma możliwość podglądu 
nagrania wideo wraz z zazna-
czonymi detekcjami obiektów 
oraz pozycji kamery na scenie 
2D (rys. 3). Dodatkowo moż-
liwy jest podgląd detekcji na 
osi czasu, dzięki czemu moż-
liwa jest nawigacja po cza-
sie w celu przejścia do danej 
detekcji obiektu. Dzięki temu, 
projektant może efektywniej 
wprowadzać elementy do wir-
tualnego świata, ponieważ nie 
musi oglądać całego nagrania, 
a jedynie nawigować między 
kolejnymi detekcjami. 

4.	Detekcja, 
klasyfikacja 
i lokalizacja 
obiektów 
infrastruktury 
kolejowej

Proces detekcji i klasyfikacji obiektów przebiega w sposób stan-
dardowy dla konwolucyjnej sieci neuronowej. Proces uczenia 
sieci został opisany krok po kroku w pracy [17]. To, co wyróż-
nia prezentowane w artykule rozwiązanie od klasycznego pro-
cesu detekcji i klasyfikacji obiektu, to śledzenie znalezionego 
obiektu oraz jego lokalizacja według danych zarejestrowanych 
przez GPS o wysokiej rozdzielczości pomiaru. Konwolucyjna 
sieć neuronowa była uczona na zbiorze danym składającym się 
z ponad 25 000 zdjęć (pochodzących z nagrań z przejazdów) na 
których oznaczono obiekty należące do ponad 40 różnych klas 
obiektów infrastruktury kolejowej, do których należą: sema-
for, tabliczka kilometrażowa, pas świetlny, wskaźniki W1, W4, 
W5 i inne.

Proces śledzenia obiektu (rys. 1) przebiega w następujący 
sposób: dla każdej klatki nagrania (k) pobierane są dane 
o wszystkich obiektach, które w danej klatce zostały wykryte. 
Pojedynczy wpis o wykrytym obiekcie (DO) zawiera informacje 
o rozmiarze obszaru wykrytego obiektu na nagraniu (w pikse-
lach), o klasie obiektu (C) oraz o prawdopodobieństwie (w pro-
centach) przynależności wykrytego obiektu do danej klasy (C). 
Przykładowe wyniki detekcji zostały przedstawione na rys.  2. 

Dla każdego obiektu (DO) wykrytego w danej klatce (k) 
nagrania wykonywane są następujące czynności:
1.	Wstępna selekcja detekcji na podstawie wymiarów wykry-

tego obiektu;
2.	 Sprawdzanie, czy obiekt o danej klasie (C) nie został wcze-

śniej wykryty;
3.	 Jeżeli obiekt nie został wcześniej wykryty, to DO jest 

umieszczany w kolejce już wykrytych obiektów DOhistory 
i nadawany jest mu kolejny identyfikator dla danej klasy 
obiektu (id), a także zapisywana jest aktualna klatka k;

4.	 Jeżeli obiekt klasy C został wcześniej wykryty, to jest spraw-
dzane, czy którykolwiek z wcześniej wykrytych obiektów 
z DOhistory ma taką samą klasę jak DO;

5.	 Jeżeli taki obiekt zostanie znaleziony, to obliczane są wskaź-
niki jakościowe, które określają, czy dana detekcja DO jest 
kolejną detekcją wykrytego już wcześniej obiektu;

6.	W pierwszej kolejności obliczany jest wskaźnik f (distance), 
gdzie distance to  odległość między DO a danym obiektem 
(DOhistory[x]) z historii;

7.	 Następnie wyliczany jest wskaźnik g(V(k), DO), gdzie V(k) 
to estymowany wektor prędkości ruchu DOhistory[x] wyli-
czany na podstawie ostatnich dwóch detekcji. Wskaźnik 
f określa, czy nowa detekcja DO znajduje się w pobliżu 
poprzedniej detekcji, natomiast wskaźnik g określa, czy nowa 
detekcja DO znajduje się w pobliżu nowej (potencjalnej)  
pozycji DOhistory[x]; 

8.	 Następnie oba wskaźniki są sumowane. Jeżeli suma jest więk-
sza od pewnej przyjętej wartości parametru, to dana detekcja 
DO jest traktowana jako kolejna detekcja obiektu DOhistory[x] 
i do historii detekcji DOhistory[x] wpisywane jest wykryte poło-
żenie DO. Dodatkowo obliczany jest wektor prędkości (V(k)) 
DOhistory[x] na podstawie distance oraz różnicy między klatką 
k a klatką ostatniej detekcji DOhistory[x];

9.	Dla wszystkich obiektów w DOhistory dla danej klatki k  
wykonywany jest następujący algorytm: (1) Obliczana 
jest różnica między klatką k a ostatnią klatką detekcji  
DOhistory[x]; (2) Obliczane jest estymowane położenie obiektu 
DOhistory[x]; Jeżeli z obliczeń wyniknie, że obiekt znajdzie się 
poza obszarem rejestrowanym przez kamerę, to dany obiekt 
DOhistory[x] jest przenoszony do listy wykrytych i zakończonych  
detekcji DOdetected. 

Może się jednak zdarzyć, że w historii detekcji danego 
obiektu będzie tylko jeden wpis, w związku z tym nie będzie 
obliczony wektor V(k) i nie będzie możliwa estymacja poło-
żenia, co spowoduje, że taki obiekt nigdy nie zostanie prze-
niesiony do listy już wykrytych obiektów. Aby uniknąć takiej 

Rys. 2. Wyniki działania rozwiązania dla detekcji, klasyfikacji i śledzenia obiektów
Fig. 2. Results of the solution for object detection, classification and tracking
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sytuacji, przyjęto, że obiekt zawsze jest przenoszony do listy 
już wykrytych obiektów, kiedy od ostatniej jego detekcji 
minęło 100 klatek. Dzięki temu rozwiązaniu, wszystkie wykryte 
obiekty zostaną zapisane w docelowej liście wykrytych obiek-
tów DOdetected. Każdy wpis z listy DOdetected zawiera informacje 
o całej historii detekcji, w tym o numerze klatki, w której 
dana detekcja wystąpiła, prawdopodobieństwie wykrycia oraz 
o obszarze detekcji. Zawiera również informacje o identyfikato-
rze obiektu, o jego klasie oraz o ostatniej ramce, w której był 
wykryty. Powyższe informacje są wykorzystywane do osadzenia 
danego elementu w wirtualnym świecie 3D. Dane o detekcjach 
są synchronizowane z danymi GPS, wynikiem czego są detekcje 
obiektów zlokalizowane według danych GPS. 

Rys. 3. Podgląd wynikowych 
danych w oprogramowaniu 
Hermes
Fig. 3. Preview the resulting data in 
Hermes software

Rys. 4. Proces wytwarzania świata 3D bez modułu detekcji
Fig. 4. 3D world manufacturing process without detection module

W celu akwizycji danych GPS powstało urządzenie na bazie 
mikrokomputera Raspberry Pi oraz modułu GPS – SparkFun 
GPS-RTK2 Board – ZED-F9P, które może zostać zamonto-
wane razem z kamerą w kabinie pociągu i zbierać dane o aktu-
alnym położeniu pociągu. W związku z niską dokładnością 
pomiaru położenia przy użyciu standardowego modułu GPS 
(niedokładności mogą sięgać nawet kilku metrów) zastosowano 
korektę danych GPS w postaci danych RTK. Dzięki temu 
udało się osiągnąć dokładność pomiarową rzędu kilku centy-
metrów.

Tak przygotowane dane mogą zostać zaimportowane do 
oprogramowania Hermes w celu dalszej obróbki, czy do wyko-
rzystania ich jako referencja dla modelowania docelowego 
świata 3D.

Implementacja zaprezentowanego rozwiązania pozwoliła 
usprawnić proces modelowania wirtualnego świata 3D na eta-
pie przygotowania danych do modelowania oraz na samym 
etapie modelowania. W pierwotnym procesie (rys. 4), to dane 
z kamery były jedynym źródłem informacji o obiektach na 
trasie kolejowej. W aktualnym procesie modelowania świata 
3D (rys. 5) dane zostały rozszerzone o dane detekcji oraz 
rozmieszczenia obiektów.

Zaproponowane rozwiązanie ma ograniczenia, które mogą 
zmniejszyć jego skuteczność w procesie wytwarzania wir-
tualnego świata 3D. Podstawowym problemem jest jakość 
nagrania wideo. Jeżeli nagranie nie ma odpowiedniej jakości 
lub jest nagrywane podczas złych warunków atmosferycz-
nych to znaczna część obiektów może nie zostać wykryta 
lub zostanie nieprawidłowo wykryta. Ten problem występuje 
również w przypadku manualnego przetwarzania nagrania 
przez projektanta. Zła jakość obrazu negatywnie wpłynie na 
wykrywanie przez niego obiektów. Drugi problem jest zwią-
zany z dokładnością detekcji przez sztuczną sieć neuronową. 
Podczas testów sieci udało się osiągnąć dokładność detek-
cji na poziomie 85  %. Wszystkie obiekty, które nie zostały 
wykryte lub zostały nieprawidłowo wykryte, muszą zostać 
znalezione ręcznie przez projektanta. Jeżeli dokładność będzie 
zbyt niska może się okazać, że korzyść jaka płynie z wyko-
rzystywania rozwiązania automatycznej detekcji i klasyfika-
cji obiektów jest znikoma. Kolejny problem związany jest 
z bazą danych uczących. Podczas przygotowywania danych 
uczących, znaczna większość obiektów była oznaczana bardzo 
blisko czoła pociągu. W związku z powyższym, sieć neuro-
nowa użyta do detekcji i klasyfikacji obiektów nie radzi sobie 
dobrze z wykrywaniem obiektów w oddali.
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Rys. 5. Proces wytwarzania świata 3D z wykorzystaniem modułu 
detekcji
Fig. 5. The process of manufacturing a 3D world using a detection module

niopomorskiego 2014–2020, Oś Priorytetowa 1 Gospodarka, 
Innowacje, Nowoczesne Technologie, Działanie 1.1 Projekty 
badawczo-rozwojowe przedsiębiorstw Typ projektu 2 Projekty 
badawczo-rozwojowe przedsiębiorstw ukierunkowane na wdro-
żenie wyników prac B+R w działalności gospodarczej.
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Abstract: This article is devoted to the issues of modeling a 3D virtual world for railroad simulators and 
the problems of creating a map for such a simulator. An algorithm using artificial intelligence methods 
for detection, classification, and place railway infrastructure objects from video recordings in a 3D 
virtual world, as well as GPS data has been proposed. The proposed solution, supporting automatic 
generation of virtual elements of railway infrastructure, is a significant innovation in the field of research.
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